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Kapitola 1

Náhodná veličina

1.1 Chyby experimentů

Cílem experimentu je změření správné a dostatečně přesné hodnoty hledané veličiny
(viz Obr. 1.1). Správností výsledku rozumíme, že soubor experimentálních hodnot
je rozptýlen v blízkosti skutečné hodnoty, např. obsahu dané látky v roztoku. Přes-
nost pak hovoří o tom, jak velké je roztýlení získaných experimentálních hodnot
při opakování experimentu. Při jakémkoliv měření se nikdy nevyhneme tomu, aby
výsledek byl zatížen chybou. Obvykle se chyby dělí do tří skupin, a to na hrubé,
systematické a náhodné.

Obrázek 1.1: Schéma charakterizující rozdíl mezi správností a přesností výsledků.
Svislá čára udává skutečnou hodnotu a malé křížky výsledky opakovaných měření.
Měření přesné a správné (A), měření přesné ale nesprávné (B), nepřesné ale správné
(C) a nepřesné a nesprávné měření (D).

Chyby hrubé vznikají z řady příčin, ať už způsobených přístrojem či obsluhou,
a jsou zapříčiněny nejčastěji jednorázovým dějem, který velmi výrazně ovlivní vý-
sledek experimentu. Těchto chyb je třeba se vyvarovat především pečlivostí práce a
pravidelnou údržbou přístrojů. Chyby systematické, jak již z názvu vyplývá, pravi-
delně a soustavně zatěžují výsledek experimentů, a to vždy jedním směrem, a jsou
kvantifikovatelné. Tyto chyby ovlivňují zejména správnost výsledků. Svou povahou
jde buď o chyby aditivní, nebo multiplikativní. Systematická aditivní chyba zatě-
žuje výsledek konstantně, zatímco multiplikativní chyba zkresluje výsledek úměrně
hodnotě měřené veličiny. Příčiny soustavných chyb jsou většinou zapříčiněny přístro-

1



2 KAPITOLA 1. NÁHODNÁ VELIČINA

jem, např. chybnou kalibrací přístroje, nebo nedodržením laboratorních podmínek,
např. teploty. Chyby, jimž se nikdy nevyhneme, nazýváme náhodné a jsou zapříči-
něny nejrůznějšími náhodnými vlivy. Jde obvykle o chyby malé, které mají vliv na
přesnost výsledků. Některé další chyby mohou vzniknout při zpracování výsledků,
např. chyby zaokrouhlovací.

Pro posouzení správnosti se definuje absolutní chyba Ξ jako rozdíl naměřené
hodnoty x a hodnoty skutečné µ

Ξ = x− µ (1.1)

nebo chyba relativní δ

δ =
|Ξ|
µ

, (1.2)

která se často udává v %.
Vzhledem k tomu, že je každý experiment zatížen chybou, je nezbytné měření

opakovat. Při opakování nezískáme vždy stejnou hodnotu, ale hodnoty, které se bu-
dou, v ideálním případě, lišit v důsledku náhodných chyb. Jednotlivá experimentální
měření budou modelována realizacemi náhodné veličiny (viz kapitola 1.4). Při po-
suzování experimentálních dat vycházíme z představy, že signál měřené veličiny je
zatížen náhodnou chybou, čili šumem, přičemž jedním z nejdůležitějších úkolů statis-
tiky je najít vhodný model popisující chování šumu a odhadnout správnou hodnotu
signálu. V tomto bodě pak nastává setkání experimentálního měření s matematickou
statistikou a teorií pravděpodobnosti.

1.2 Náhodný pokus

Za náhodný pokus budeme považovat pokus, při kterém známe sice množinu všech
možných výsledků za daných podmínek, ale neumíme stanovit, který výsledek právě
nastane (např. měření pH). Výsledky pokusu se nazývají elementární jevy a značí
se ω (konkrétní změřená hodnota pH). Elementární jevy tvoří množinu, kterou bu-
deme značit Ω a nazývat prostor elementárních jevů (množina všech možných
naměřitelných hodnot pH). Podmnožinám prostoru Ω se říká jevy1 (např. namě-
říme hodnotu pH= 7 nebo pH v intervalu od 5 do 10). Těmto náhodným jevům
můžeme přiřadit pravděpodobnost P , což je aditivní nezáporná množinová funkce.
Celému prostoru náhodných jevů Ω přiřazuje hodnotu P (Ω) = 1 (některý náhodný
jev určitě nastane), prostoru Ω se tedy říká jev jistý (je jisté, že naměříme nějakou
hodnotu pH). Matematický model náhodného pokusu představuje pravděpodob-
nostní prostor (Ω, A, P ), kde A je systém podmnožin množiny Ω.

Příklad 1.1 Vrhání hrací kostkou můžeme považovat za náhodný proces. Elemen-
tárním jevem je např. padnutí tří ok atp. Je zřejmé, že množina elementárních jevů

1z matematického hlediska jevy tvoří σ-algebru
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má šest prvků. Jevem může být např. padnutí lichého počtu ok. Tento jev je jistě
podmnožinou množiny Ω a má tři prvky. 2

Náhodné jevy jsou množiny a lze s nimi podle toho operovat, provádět sjedno-
cení, jeden jev může implikovat další, zkoumat průniky atp. Právě z vyšetřování
průniků jevů plynou pojmy jako disjunktní jevy (jestliže je průnik dvou jevů mno-
žina prázdná, pak tyto jevy budeme označovat jako disjunktní či neslučitelné) a
komplementární (komplementární jev −A k jevu A je jev, který nastane, když
nenastane jev A). Sjednocením komplementárních jevů je celá množina Ω, čili jev
jistý, a průnikem je množina prázdná, tedy jev nemožný.

Příklad 1.2 Opět se vraťme ke kostce. Jevem jistým je padnutí buď 1 nebo 2 . . . ,
nebo 6 ok. Jevem nemožným je např. současné padnutí 1, 2, . . . , a 6 ok. Disjunktním
jevem k jevu padnutí lichého počtu ok je např. padnutí čtyř ok, komplementárním
jevem k témuž jevu je padnutí sudého počtu ok. 2

Jevy je možno velmi výhodně graficky znázorňovat pomocí Vennových diagramů
(Obr. 1.2) známých z množinové algebry [3].

Obrázek 1.2: Vennovy diagramy jevů: 1 disjunktní jevy A a B, 2 totožné jevy, 3
podjev B jevu A, 4 průnik C jevů A a B, 5 jev jistý, 6 jev nemožný, 7 jev A a jev
k němu komplementární −A, 8 sjednocení F jevu A a B, 9 rozdíl G jevu A a B, G
= A−B
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Příklad 1.3 Pomocí Vennova diagramu znázorněte následující jevy a rozhodněte,
jaký je mezi jevy vztah: 1) jev A spočívající v padnutí čtyř ok a jev B spočívající
v padnutí sudého počtu ok, 2) jev A padnutí šesti ok a jev B padnutí sudého počtu
ok dělitelného třemi, 3) jev A padnutí dvou ok a jev B padnutí tří ok, 4) jev A
padnutí lichého počtu ok a jev B padnutí tří ok, 5) jev A padnutí lichého počtu ok
a jev B padnutí sudého počtu ok. 2

1.3 Pravděpodobnost

Formálně se pravděpodobnost zavádí tak, že se každému jevu A přiřadí číslo pA. Tato
čísla musí být nezáporná. Budeme-li pi značit pravděpodobnost elementárního jevu
ωi, pak vzhledem k tomu, že všechny elementární jevy jsou disjunktní, lze pravdě-
podobnost jevu A, tvořeného m elementárními jevy vyjádřit jako součet

∑m
i pi(ωi).

Pravděpodobnost splňuje následující pravidla

• P (A) ∈ 〈0, 1〉, pravděpodobnost je číslo od 0 do 1 včetně.

• Pravděpodobnost jevu jistého je rovna jedné (P (Ω) = 1) a pravděpodobnost
jevu nemožného nule (P (∅) = 0).

• Sčítání pravděpodobností P (A∪B) = P (A)+P (B)−P (A∩B), kde P (A∪B)
značí sjednocení jevů A a B, P (A ∩ B) značí průnik (při nezávislosti jevů
P (A ∩B) = P (A)P (B)).

• Pro B ⊂ A platí P (B) ≤ P (A), je-li B podmnožinou A, je pravděpodobnost
odpovídající jevu B menší nebo rovna pravděpodobnosti jevu A.

• Pro komplementární jev −A k jevu A platí P (−A) = 1− P (A).

Jsou-li všechny elementární jevy stejně pravděpodobné, pak platí, že P (ωi) = 1
m , kde

m je počet všech možných elementárních jevů. Je-li jev A tvořen mA elementárními
jevy, pak lze jeho pravděpodobnost vyjádřit jako P (A) = mA

m .

Příklad 1.4 Opět se vraťme ke kostce. Lze předpokládat, že padnutí jednoho oka
je stejně pravděpodobné jako padnutí dvou ok atp. Odtud plyne, že pravděpodob-
nost padnutí jednoho oka je rovna 1

6 . Pravděpodobnost, že padne lichý počet ok, je
rovna 3

6 = 1
2 . 2

Příklad 1.5 Jaká je pravděpodobnost, že ve sportce vyhrajete první cenu? Je třeba
uhodnout všech 6 čísel ze 49, což je jediná kombinace ze všech možných kombinací
bez opakování 6-té třídy ze 49 prvků tedy jediná z

(49
6

)
= 13983816. Podle klasické

definice pravděpodobnosti pak vypočteme P (A) = NA
N = 13983816−1 = 7.15·10−8. 2
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Příklad 1.6 Ze své počítačové praxe vím, že síť nefunguje průměrně 15 dní ročně
(rok = 365.25 dní), tedy s pravděpodobností 0.0411, elektrický proud nejde průměrně
2 dny v roce, tedy s pravděpodobností 0.0055. Pravděpodobnost, že nebudu moci
pracovat se sítí, je dána součtem obou pravděpodobností, tedy 0.0464. Pokud vám
vychází 0.0466, podívejte se na definici součtu pravděpodobností. 2

Příklad 1.7 Načrtněte Vennův diagram „definice součtu pravděpodobnostíÿ tedy
sjednocení dvou jevů A a B a vysvětlete, proč je nutno od součtu pravděpodobností
odečíst pravděpodobnost průniku. 2

Příklad 1.8 Jaká je pravděpodobnost, že náhodně umístím bod do kruhu, který je
vepsán čtverci o straně a, s tím, že body mohu náhodně umisťovat pouze do oblasti

vymezené čtvercem? P (A) =
π(a

2 )2

a2 = π
4 . 2

Příklad 1.9 Jaká je pravděpodobnost, že při vrhu dvěma kostkami padne součet
9? Nejprve uvažujme, jak vypadá množina elementárních jevů. Ta bude tvořena dvo-
jicemi (a, b), jichž zřejmě bude 62 = 36. Součet 9 lze realizovat čtyřmi způsoby (3,6),
(4,5), (5,4) a (6,3). Hledaná pravděpodobnost tedy bude P (A) = 4

36 = 0.1111. 2

Častým řešeným příkladem je hledání pravděpodobnosti jevu P (A), který spočívá
v tom, že při náhodném výběru z urny, kde je n kuliček, z nichž je n1 kuliček bílých
a n2 kuliček červených, je z k vybraných kuliček k1 kuliček bílých a k2 kuliček
červených. Pro tuto pravděpodobnost platí:

P (A) =

(
n1
k1

)(
n2
k2

)
(
n
k

) . (1.3)

Pokud bychom uvažovali ještě obecnější příklad, kde n = n1 + n2 . . . + ni a k =
k1 + k2 . . . + ki, pak by pro pravděpodobnost platilo

P (A) =

(
n1
k1

)(
n2
k2

)
. . .

(
ni
ki

)
(
n
k

) . (1.4)

1.4 Náhodná veličina a rozdělení pravděpodobnosti

Většina náhodných pokusů má takový charakter, že lze jejich výsledky charakterizo-
vat reálnými čísly. Náhodná veličina je funkce, která přiřazuje elementárnímu jevu
ωi reálné číslo X(ωi). Chování náhodné veličiny lze někdy popsat tak, že uvedeme
všechny možné hodnoty náhodné veličiny a pravděpodobnosti, s nimiž může těchto
hodnot nabývat. Sestavíme-li seznam tvořený dvojicemi (xi, pi), kde xi jsou hodnoty
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náhodné veličiny a pi jejich pravděpodobnosti, nazveme ho rozdělením pravdě-
podobnosti náhodné veličiny X. Často se však používá jiný popis náhodné veličiny
pomocí distribuční funkce. Definuje se jako FX(x) = P (X ≤ x), což znamená, že
distribuční funkce v bodě x udává pravděpodobnost, že náhodná veličina X nepře-
kročí dané x.

Příklad 1.10 Opět ke kostce. Je rozumné přiřadit elementárnímu jevu padnutí tří
ok na kostce číslo 3, ale stejně tak je možné přiřadit tomuto jevu číslo jinak např.
jako ln 3; exp 3; 1

3 ; 0, 3;−30 atp. Distribuční funkci lze ukázat takto; FX(1) = 1
6 udává

pravděpodobnost, že na kostce padne 1 oko. FX(2) = 2
6 udává pravděpodobnost, že

na kostce padne jedno nebo dvě oka, FX(3) = 3
6 udává pravděpodobnost, že na

kostce padne jedno, dvě nebo tři oka atp. 2

Uveďme základní vlastnosti distribuční funkce,

• FX(x) ∈ 〈0, 1〉, ∀x ∈ R
• limx→−∞ FX(x) = 0

• limx→∞ FX(x) = 1

• je neklesající a zleva spojitá

Je-li distribuční funkce skokovou funkcí, mluvíme o diskrétním rozdělení, je-li
spojitá, mluvíme o spojitém rozdělení. Pro spojité rozdělení existuje konečná
nezáporná funkce fX(t), pro kterou platí

FX(x) =
∫ x

−∞
fX(t)dt. (1.5)

Funkce fX se nazývá hustota rozdělení pravděpodobnosti náhodné veličiny X,
někdy se také nazývá frekvenční funkce. Předpokládá-li se konkrétní tvar distri-
buční funkce či hustoty pravděpodobnosti (až na nějaké neznámé parametry), říkejme
takovému předpokladu zákon rozdělení.

Pro spojitá rozdělení lze zavést funkci, která je k distribuční funkci inverzní a
které se říká kvantilová funkce a značí se Q = F−1. Kvantil xp je veličina de-
finovaná rovností F (xp) = p a bývá často vyjádřena v procentech, např. x0.95 je
95% kvantil, tedy hodnota X, pro kterou je distribuční funkce rovna 0.95 a kterou
náhodná veličina překročí s 5% pravděpodobností. Mezi významné kvantily patří
medián x0.5 tj. 50% kvantil, horní a dolní kvartil x0.25, x0.75.

1.4.1 Spojitá rozdělení

Normální rozdělení

Náhodná veličina řídící se normálním rozdělením X ∼ N(µ, σ2) má střední hodnotu
rovnou µ a rozptyl σ2 (tyto veličiny a jejich vlastnosti budou předmětem následující
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Obrázek 1.3: Distribuční funkce FX(x) a hustota pravděpodobnosti fX(x), µ je
střední hodnota rozdělení. Hustota pravděpodobnosti je derivací distribuční funkce
podle x.

kapitoly 1.5). Hustota pravděpodobnosti má známý zvonovitý tvar a nazývá se také
Gaussova funkce (Obr. 1.4) se zápisem

f(x) =
1

σ
√

2π
e−

1
2(x−µ

σ )2

. (1.6)

Pro střední hodnotu, rozptyl, modus a medián2 platí následující vztahy

E(X) = µ, var(X) = σ2, X̂ = µ, X0.5 = µ. (1.7)

Často se používá normované normální rozdělení N(0, 1). Náhodnou veličinu řídící
se normálním rozdělením lze snadno normovat transformací

x′ =
x− µ

σ
, (1.8)

tento proces se také někdy označuje jako standardizace.

Příklad 1.11 Výrobce uvádí, že měření absorbance A při 270 nm etalonu se řídí
N(0.58, 0.042). S jakou pravděpodobností bude při dalším měření nalezena hodnota
A > 0.6 a jaká bude absolutní a relativní chyba měření při nalezení A = 0.6?
Nejprve hodnotu A = 0.6 standardizujme, tedy Ast = (0.60−0.58)/0.04 = 0.5. Hod-
noty distribuční funkce pro N(0, 1) jsou tabelované nebo lze použít EXCEL (funkce
”=NORMSDIST(0.5)” vrátí výsledek 0.69). Z toho plyne, že A ≤ 0.6 bude nalezena
s pravděpodobností 0.69 a A > 0.6 s pravděpodobností 1 − 0.69 = 0.31. Absolutní
chyba je (podle rovnice (1.1)) rovna 0.60 − 0.58 = 0.02 a relativní chyba je (podle
rovnice (1.2)) rovna 3.45%. 2

2definice lze nalézt v následující kapitole 1.5
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Obrázek 1.4: Vliv rostoucí hodnoty rozptylu na hustotu pravděpodobnosti normál-
ního rozdělení. Interval µ ± σ obsahuje 68.3% populace a interval µ ± 3 σ obsahuje
99.7% populace. Naopak lze říci, že 95% dat obsahuje interval µ± 1.96 σ atp.

Příklad 1.12 Nakreslete v programu EXCEL průběh hustoty normálního rozdě-
lení N(0,1) na intervalu 〈−4, 4〉 za použití definice (rovnice (1.6)) a následně s využi-
tím funkce NORMDIST. Funkce NORMDIST vrací buď hustotu normálního rozdě-
lení (NORMDIST(x;µ;σ;”nepravda”)) anebo distribuční funkci normálního rozdělení
(NORMDIST(x;µ;σ;”pravda”)). 2

Logaritmicko-normální rozdělení

Značí se LN(µ, σ2). Náhodná veličina X nabývá pouze kladných hodnot a její loga-
ritmus má normální rozdělení ln X ∼ N(µ, σ2). Střední hodnota, rozptyl, modus a
medián leží v bodech

E(X) = eµ+σ2/2, var(X) = e2µ+σ2
(eσ2 − 1), X̂ = eµ−σ2

, X0.5 = eµ. (1.9)

Exponenciální rozdělení

Zapisuje se X ∼ Exp(δ), avšak často se používá spíše δ = λ−1, neboť pak je rozdělení
dáno hustotou ve tvaru

f(x) = λe−λx. (1.10)

Existuje také řada dalších spojitých rozdělení, která mají svůj význam např. pro
testování statistických hypotéz. Bližší informace o uvedených rozděleních nalezne
laskavý čtenář v literatuře např. v [12]. Jen na okraj vzpomeneme Pearsonovo rozdě-
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lení chí-kvadrát χ2(ν), Studentovo t(ν)3 a Fisher-Snedecorovo F (ν1, ν2)4. Pro velká
ν platí t(ν) 7→ N(0, 1).

1.4.2 Diskrétní rozdělení

Poissonovo rozdělení

X ∼ Po(λ) pro x ∈ N, kde střední hodnota náhodné veličiny a rozptyl je roven λ.
Pro velká λ platí, že Po(λ) ≈ N(λ, λ).

F (x) =
x∑

i=0

λxe−λ

x!
, λ > 0 (1.11)

Binomické rozdělení

Distribuční funkce náhodné veličiny x ∈ N řídící se binomickým rozdělením X ∼
Bi(n, p) je dána

F (x) =
x∑

i=0

(
n

i

)
pi(1− p)n−i. (1.12)

Pro střední hodnotu a rozptyl platí

E(X) = np, var(X) = np(1− p). (1.13)

1.5 Obecné a centrální momenty

Definujme k-tý obecný µ′k a k-tý centrální moment µk,

µ′k = E(Xk), (1.14)

µk = E((X −E(X))k). (1.15)

Střední hodnota E(X) náhodné veličiny je prvním obecným momentem a je defi-
nována takto

E(X) =
∫ ∞

−∞
xdF (x) =

∫ ∞

−∞
xf(x)dx. (1.16)

Rozptyl5 var(X) je druhým centrálním momentem a je definován vztahem

var(X) = E((X −E(X))2). (1.17)

Často se vedle rozptylu zavádí směrodatná odchylka, což je vlastně odmocnina
z rozptylu

√
var(X). Smysl jejího zavedení spočívá v tom, že se udává ve stejném

měřítku jako původní náhodná veličina.

3Studentovo nebo také t-rozdělení zavedl W. S. Gosset v době, kdy působil v pivovaru Guinness
v Dublinu, svou práci o t-rozdělení musel publikovat (1908) pod pseudonymem Student a tento
název pak převzal R. A. Fisher

4podle R. A. Fishera a G. W. Snedecora
5někdy se nazývá variance odtud i znak pro operátor
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Příklad 1.13 Dokážeme, že střední hodnota normálního rozdělení N(µ, σ2) je
rovna parametru µ tohoto rozdělení

E(X) =
∫ ∞

−∞

x

σ
√

2π
e−

(x−µ)2

2σ2 dx.

Tuto rovnici upravíme tak, že konstanty vytkneme před integrál a proměnnou x
rozšíříme o µ− µ a rozdělíme integrál na dva

E(X) =
1

σ
√

2π

(∫ ∞

−∞
(x− µ)e−

(x−µ)2

2σ2 dx +
∫ ∞

−∞
µe−

(x−µ)2

2σ2 dx.

)

První integrál je roven nule, což je buď zřejmé (lichá funkce), nebo lze vypočíst
substitucí (x − µ)2 = z a pohledem do tabulek integrálů. Druhý integrál upravíme
na tvar ∫ ∞

−∞
e−a2x2+bxdx =

√
π

a
e

b2

4a2 .

Po zdárném ukončení všech operací dostaneme výsledek

E(X) =
µ

σ
√

2π
e−

µ2

2σ2
σ
√

2π

1
e

2µ2σ2

4σ4 = µ.

2

1.6 Šikmost a špičatost

Rozdělení lze také charakterizovat podle souměrnosti šikmostí γ1 jako souměrná (sy-
metrická) nebo nesouměrná (šikmá). Rozdělení s kladnou šikmostí má vrchol posunut
směrem doleva. Rozdělení lze charakterizovat i podle ostrosti vrcholu špičatostí γ2,
čím ostřejší maximum, tím větší špičatost.

γ1 =
µ3

(
√

var(X))3
(1.18)

γ2 =
µ4

(var(X))2 − 3 (1.19)

1.7 Modus

Pro spojité rozdělení je modus x0 taková hodnota náhodné veličiny, v níž funkce
hustoty pravděpodobnosti nabývá svého maxima, přičemž se může jednat i o lo-
kální maximum. Nejběžnější rozdělení mají jeden modus a nazývají se unimodální.
Rozdělení, která mají více modů se nazývají vícemodální (např. bimodální).
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Obrázek 1.5: Hustoty rozdělení: A) zešikmeného zprava, B) normálního, C) zešik-
meného zleva, D) leptokurtického (špičatějšího než normální) a E) platykurtického
(méně špičatého něž normální).

1.8 Vlastnosti střední hodnoty a rozptylu

Uvedeme nyní několik vlastností střední hodnoty. Pro konstanty α, β ∈ R platí

E(α) = α (1.20)

E(αX + β) = αE(X) + β (1.21)

E(X + Y ) = E(X) + E(Y ). (1.22)

Příklad 1.14 Dokažte platnost druhého tvrzení pro spojité rozdělení.

E(αX + β) =
∫ ∞

−∞
(αx + β)fX(x)dx =

= α

∫ ∞

−∞
xfX(x)dx + β

∫ ∞

−∞
fX(x)dx = αE(X) + β · 1.

2

Velmi obdobně jako v předchozím příkladě, lze dokázat i další tvrzení. Nyní
uvedeme několik důležitých vlastností pro rozptyl. První vztah je výhodný zejména
pro numerický výpočet rozptylu!

var(X) = E(X2)− (E(X))2 (1.23)

var(αX + β) = α2var(X) (1.24)

Příklad 1.15 Dokažte platnost obou předchozích tvrzení o rozptylu,

var(X) = E(X −E(X))2 = E(X2 − 2XE(X) + (E(X))2) =

= E(X2)− 2(E(X))2 + (E(X))2 = E(X2)− (E(X))2.
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Obdobně lze dokázat i druhé tvrzení,

var(αX+β) = E
(

((αX + β)− E(αX + β))2
)

= E
(

(α(X −E(X)))2
)

= α2var(X).

2

Někdy je potřeba náhodnou veličinu normovat či standardizovat tak, aby její
střední hodnota byla nulová a rozptyl jednotkový. Normovaná náhodná veličina je
dána vztahem a někdy se nazývá z−skór

Z =
X − E(X)√

var(X)
. (1.25)

1.9 Kovariance a korelační koeficient

Kovariance vypovídá o závislosti dvou náhodných veličin X, Y a je definována jako

cov(X, Y ) = E((X − E(X))(Y −E(Y ))). (1.26)

Platí, že cov(X,X) = var(X) a také že cov(X, Y ) = cov(Y, X).

Příklad 1.16 Dokažte, že platí var(X + Y ) = var(X) + var(Y ) + 2cov(X, Y ).
Dosaďte do definičního vztahu rozptylu . . . 2

Kvůli měřítkové závislosti kovariance byl zaveden korelační koeficient, který
je definován jako kovariance dvou normovaných náhodných veličin, tedy jako

ρX,Y =
cov(X, Y )√

var(X)var(Y )
. (1.27)

Pro korelační koeficient platí |ρX,Y | ≤ 1, ρX,X = 1. Jsou-li náhodné veličiny X, Y
nezávislé, pak platí ρX,Y = 0. Pozor, opačně toto tvrzení nemusí obecně platit!
Korelační koeficient tedy přímo vypovídá o lineární závislosti náhodných veličin,
pokud jsou veličiny lineárně závislé, je roven jedné nebo minus jedné, pokud jsou
zcela nezávislé, je roven nule.

1.10 Náhodný vektor, varianční a korelační matice

Náhodný vektor X, též i vektor náhodných veličin je vektor, jehož složky jsou ná-
hodné veličiny. Rozdělení náhodného vektoru je určeno sdruženou distribuční funkcí.
Bližší informace o problematice náhodných vektorů a jejich rozdělení lze nalézt v li-
teratuře.

K charakterizaci polohy j-té složky náhodného vektoru ξ se používá střední hod-
nota E(ξj) = µj . Rozptýlení je charakterizováno rozptylem var(ξj) = σ2

j . Mírou
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vztahu mezi dvěma složkami náhodného vektoru je kovariance cov(ξi, ξj) resp. kore-
lace ρ(ξi, ξj).

Příklad 1.17 Dokažte platnost cov(ξi, ξj) = aσ2
i za podmínky lineární závislosti

ξi = aξj + b. Dosadíme do definice kovariance. 2

Statistické chování náhodného vektoru se charakterizuje vektorem středních hod-
not µ

µT = (E(ξ1), . . . , E(ξm)) , (1.28)

kovarianční maticí C řádu m×m

C =




var(ξ1) cov(ξ1, ξ2) · · · cov(ξ1, ξm)
cov(ξ2, ξ1) var(ξ2) · · · cov(ξ2, ξm)

...
...

. . .
...

cov(ξm, ξ1) · · · cov(ξm, ξm−1) var(ξm)


 , (1.29)

popř. korelační maticí R, která má na hlavní diagonále jedničky a mimo diagonálu
párové korelační koeficienty

R =




1 ρ(ξ1, ξ2) · · · ρ(ξ1, ξm)
ρ(ξ2, ξ1) 1 · · · ρ(ξ2, ξm)

...
...

. . .
...

ρ(ξm, ξ1) · · · ρ(ξm, ξm−1) 1


 . (1.30)

Vícerozměrná náhodná veličina se také charakterizuje i vyššími momenty, např.
vícerozměrnou šikmostí a vícerozměrnou špičatostí, jejichž definici lze nalézt v lite-
ratuře.
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Kapitola 2

Základní pojmy statistiky

Statistika zkoumá jevy na rozsáhlém souboru případů a hledá ty vlastnosti jevů,
které se projevují teprve ve velkém souboru případů. Výchozím pojmem je statis-
tický soubor, což je množina statistických jednotek. U statistické jednotky lze
měřit jeden či více statistických znaků, které nabývají pozorovatelných hodnot.
Znaky se podle hodnot, kterých mohou nabývat, dělí na kvantitativní a kvalita-
tivní. Hodnoty znaků kvantitativních lze vyjádřit čísly, naopak znaky kvalitativní
pouze slovy či značkami apod. Kvantitativní znaky lze dále rozdělit na diskrétní,
nabývají-li pouze oddělených hodnot (např. počet výrobků atp.), a spojité, které
mohou nabývat libovolných hodnot (např. délka, teplota atp.) Kvalitativní znaky lze
rozdělit na ordinální, které lze uspořádat (např. dosažené vzdělání), a nominální,
které nelze uspořádat (např. barva, tvar apod.) Naměříme-li na n statistických jed-
notkách soubor hodnot x1, . . . xn, říkáme, že soubor má rozsah n. Pokud lze soubor
nějakým způsobem uspořádat, získáme uspořádaný soubor hodnot. Je-li soubor
veliký a opakují-li se hodnoty, můžeme vytvořit četnostní tabulku. V této tabulce
se uvádí absolutní ni nebo relativní četnosti fi = ni∑

nj
tzv. frekvence. Graficky lze

četnostní tabulku vyjádřit jako polygon četností či histogram. Někdy se pro grafické
vyjádření používají i jiné typy grafů např. sloupcové či kruhové (koláčové).

Příklad 2.1 Rozvody v ČSSR v roce 1968 podle počtu žijících nezletilých dětí.
Graficky zpracujte.

počet dětí počet rozvodů frekvence
0 7444 0.344
1 8793 0.406
2 4077 0.188
3 957 0.044

4 a více 370 0.017

2

15
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2.1 Statistika a náhodná veličina

Základním úkolem statistiky je analýza experimentálních dat, která jsou zatížena ná-
hodnou chybou. Experiment je vlastně realizací náhodné veličiny. Situace statistiky
se od teorie pravděpodobnosti liší v tom, že v teorii pravděpodobnosti byl znám prav-
děpodobnostní prostor a rozdělení pravděpodobností náhodných veličin. Ve statistice
jsou naopak k dispozici výsledky n nezávislých experimentů sledované náhodné ve-
ličiny tedy statistického znaku. Na základě analýzy souboru takovýchto dat se pak
snažíme odhadovat rozdělení pravděpodobností zkoumané náhodné veličiny atp.

Základem statistických výpovědí je statistická indukce. Pro zjednodušení často
předpokládáme, že sledovaná náhodná veličina má distribuční funkci, která patří
do určité skupiny distribučních funkcí {Fθ(x); θ ∈ Θ}, které jsou charakterizovány
parametrem θ. Principem statistické indukce je odhad parametru θ ze souboru dat.

Příklad 2.2 Budeme-li opakovaně měřit pH daného roztoku, za předpokladu, že
výsledky jsou ovlivněny pouze náhodnou chybou, která má normální rozdělení, bu-
deme realizovat náhodnou veličinu X ∼ N(µ, σ2). Můžeme také hovořit o modelu
experimentu X = µ + ε, kdy ε ∼ N(0, σ2). 2

Při řešení úloh statistiky je potřeba efektivně shrnout informace o výběru do vý-
běrových charakteristik neboli statistik. Statistika je funkcí náhodných veličin,
které tvoří náhodný výběr a tudíž je sama náhodnou veličinou.

odhady

výbìr
statistikyF (X)X

populace

Obrázek 2.1: Ukázka vztahu mezi populací a výběrem. Vlastnosti výběru jsou cha-
rakterizovány statistikami, vlastnosti populace jsou pak na základě statistik odhado-
vány. Na náhodný výběr lze také nahlížet, jako na soubor hodnot získaných realizací
náhodné veličiny.

Uvažujme ještě tento model. Mějme velký statistický soubor, který budeme na-
zývat populace. Populací může být i soubor všech možných hodnot získaných ex-
perimentem tedy soubor všech možných realizací náhodné veličiny. Pokud na každé
jednotce populace můžeme změřit hodnotu zvoleného znaku, pak známe střední hod-
notu znaku a všechny další charakteristiky. Když má populace takový rozsah, že není
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možné či rozumné zjistit hodnotu zkoumaného znaku u každé statistické jednotky
a vyčíslit průměr či rozptyl, volíme metodu, která nám umožní vybrat jen některé
prvky a pro ty určit hodnotu znaku. Takovou metodou je náhodný výběr bez
vracení a ten nám pomůže zkonstruovat výběrový soubor, který následně ana-
lyzujeme a z něhož vypočteme jeho statistiky. Na základě statistické analýzy pak
odhadujeme vlastnosti celé populace.

2.2 Bodové odhady

Bodový odhad je výběrová charakteristika parametru rozdělení náhodné veličiny.
Každý bodový odhad musí splňovat následující kritéria:

• konzistentnost: odhad je konzistentní, platí-li, že pravděpodobnost toho, že
jeho vzdálenost od střední hodnoty je libovolně malá pro n → ∞, je rovna
jedné

• nestrannost: odhad je nestranný, pokud je střední hodnota odhadu pro daný
rozsah n rovna hodnotě odhadovaného parametru

• vydatnost: odhad je vydatný, pokud je rozptyl tohoto odhadu ze všech dal-
ších možných odhadů minimální (takový odhad, pokud je i nestranný, se také
nazývá nejlepší nestranný odhad).

Existuje řada metod, pomocí nichž lze získávat bodové odhady. Mezi nejzná-
mější patří metoda nejmenších čtverců, momentová metoda nebo metoda maximální
věrohodnosti. Bližší informace o teorii odhadu lze získat v doporučené literatuře.

Před samotným výkladem ještě rozdělme charakteristiky do dvou dalších skupin
a to na charakteristiky výběrové a robustní. Jak již sám název napovídá, jsou
druhé charakteristiky robustní, což znamená méně citlivé k vybočujícím hodnotám.
Mezi robustní odhady patří odhady založené zejména na kvantilové funkci.

2.2.1 Míry polohy

Základní výběrovou charakteristikou míry polohy je průměr

x̄ =
1
n

n∑

i

xi. (2.1)

Má-li rozdělení, ze kterého výběr pochází, střední hodnotu µ a rozptyl σ2, má sta-
tistika (2.1) střední hodnotu

E (x̄) =
1
n

n∑

i

E [xi] =
nµ

n
= µ
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a rozptyl

var (x̄) =
1
n2

n∑

i

var (xi) =
nσ2

n2 =
σ2

n
.

Na základě tohoto vztahu se konstruuje střední chyba průměru, která charakte-
rizuje přesnost odhadu střední hodnoty

sx =
s√
n

. (2.2)

Vedle aritmetického průměru, se často používají i další charakteristiky míry po-
lohy:

• winsorizovaný průměr, je definován jako aritmetický průměr na souboru
dat, kde byla odlehlá data nahrazena sousedními hodnotami, které již nebyly
vyloučeny jako odlehlé

• modus x̂, je definován jako lokální maximum na hustotě pravděpodobnosti;
z bimodálního či vícemodálního rozdělení lze většinou soudit na nestejnoro-
dost statistického souboru, pak bývá většinou nutné statistický soubor roztřídit
zpravidla na tolik tříd, kolik bylo v původním rozdělení modů, tak se problém
převádí na problém s jednomodálním rozdělením

• medián x̃0.5, jde o kvantil, který dělí výběr na dvě poloviny, v nichž je 50%
všech prvků;1 u rozsáhlých souborů není již tak triviální medián vypočíst, a
proto se odhaduje na základě následujícího vztahu (musíme předem odhadnout
v jakém intervalu medián leží)

x̃0,5
.
= a +

n
2 −

∑j−1
i ni

nj
h, (2.3)

kde a je dolní mez intervalu, v němž leží medián, n rozsah souboru,
∑j−1

i ni po-
čet prvků ležících před intervalem s mediánem, nj počet prvků uvnitř intervalu
s mediánem, h délka intervalu, v němž leží medián

2.2.2 Míry rozptýlení

Základní charakteristikou míry variability je výběrový rozptyl

s2 =
1

n− 1

n∑

i

(xi − x̄)2, (2.4)

1máme-li pořádkovou statistiku tvořenou prvky {1, 2, 3, 4, 5, 6, 7, 8, 9}, je mediánem prvek 5
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má-li rozdělení, ze kterého výběr pochází, rozptyl σ2, je střední hodnota statistiky
(2.4) rovna

E
(
s2) = E

(∑n
i x2

i − nx̄2

n− 1

)
=

=
1

n− 1

n∑

i

(
var(xi) + (E(xi))

2)− n
(
var(x̄) + (E(x̄))2) =

=
nσ2 + nµ2 − nσ2

n − nµ2

n− 1
= σ2.

Z výše uvedeného odvození také vyplývá, proč je ve jmenovateli statistiky (2.4) člen
n− 1 a ne n. V případě, že by byla statistika definována se jmenovatelem n, byla by
její střední hodnota rovna (n− 1)σ2/n.

Mezi další míry rozptýlení pak patří tyto:

• výběrová směrodatná odchylka, která je rovna druhé odmocnině z rozptylu

• variační rozpětí R = xmax − xmin, rozpětí není příliš vhodným odhadem,
neboť závisí na krajních hodnotách znaku a může být do značné míry nahodilé,
používá se jen pro velmi orientační a velmi rychlé vyhodnocení variability

• kvartilové rozpětí RF = x̃0.75 − x̃0.25, patří mezi robustní charakteristiky
rozptýlení a používá se např. při konstrukci krabicových diagramů (viz dále)

• kvartilová odchylka QF = x̃0.75−x̃0.25
2 , kvartilová odchylka není již tak ovliv-

něna extrémními hodnotami, obvykle se používá spolu s mediánem

• průměrná odchylka je definována jako d = 1
n

∑n
i |xi − x|

• variační koeficient je definován jako podíl směrodatné odchylky a průměru
= s

x̄ , používá se pro vyjádření relativního poměru fluktuací (šumu) ku signálu;
např vzdálenost 1 km se směrodatnou odchylkou 1 m bude mít stejný variační
koeficient jako délka 1 m se směrodatnou odchylkou 1 mm. Variační koeficient
lze pak použít např. k posouzení variability délek mravenců a slonů.

2.2.3 Míry šikmosti

Míra šikmosti je číslo charakterizující nesouměrnost rozdělení. Poskytuje tedy před-
stavu o tvaru rozdělení co do zešikmení či nesouměrnosti. Přirozeně pak míra šik-
mosti souměrného rozdělení je rovna nule. Kladných hodnot nabývá v případě men-
šího rozptýlení malých hodnot náhodné veličiny než velkých. Jako míry zešikmení se
používají,

• míra šikmosti založená na variačním rozpětí S = xmax+xmin−2x̃
R , takto daná

míra šikmosti je snadno vyčíslitelná, avšak velmi nedokonalá míra šikmosti
kvůli vlastnostem R
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• kvartilová míra šikmosti SF = x̃0.25+x̃0.75−2x̃
RF

(což je konkrétní případ míry
šikmosti založené na rozpětí kvantilů).

• momentová míra nesouměrnosti (šikmost či kosost),

g1 =
1

Ns3

N∑

i=1

(xi − x)3. (2.5)

2.2.4 Míry špičatosti

Míra špičatosti je číslo, které charakterizuje koncentraci prvků souboru v blízkosti
střední hodnoty. Poskytuje představu o tvaru rozdělení co do strmosti či plochosti.
Jako míry špičatosti se používají

• míra koncentrace kolem mediánu K je definována jako K = R
RF

, tato míra je
sice snadno vyčíslitelná, avšak velmi nedokonalá charakteristika.

• momentová míra špičatosti (špičatost),

g2 =
1

Ns4

N∑

i=1

(xi − x)4 − 3. (2.6)

2.2.5 Odhady parametrů polohy a rozptýlení náhodného vektoru

Tato kapitola je určena pro pokročilé studenty. Mějme n náhodných vektorů z pro-
storu dimenze m (tedy s m složkami), tak aby n > m, které zapíšeme do matice X
o rozměru (n × m), kde řádky budou tvořeny jednotlivými realizacemi náhodného
vektoru. U této matice pak můžeme určit vektor výběrových průměrů

x =
1
n

n∑

i

xi, (2.7)

který lze chápat jako vektor sestavený ze středních hodnot jednotlivých složek. Pro
čtenáře zběhlého v lineární algebře je ihned patrné, že elegantně lze vypočíst výbě-
rový vektor středních hodnot ze vztahu

x =
1
n

XT 1, (2.8)

kde 1 je sloupcová matice o n prvcích, které jsou všechny rovny 1.
Pro odhad kovarianční matice se používají vztahy

S0 =
1
n

n∑

i

(xi − x)(xi − x)T =
1
n

XT UX, (2.9)

kde matice U je definována vztahem

U =

(
I− 1

n
11T

)(
I− 1

n
11T

)
=

(
I− 1

n
11T

)
, (2.10)
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kde matice I je jednotková matice dimenze n. Jelikož E(S0) = n−1
n C, a jedná se tedy

o vychýlený odhad, zavádí se výběrová korigovaná kovarianční matice vztahem

S =
n

n− 1
S0. (2.11)

Z kovarianční matice se vyčísluje také zobecněný rozptyl jako det(S).

2.3 Intervalové odhady

2.3.1 Míry polohy

Chceme-li vedle odhadu parametru míry polohy τ vyjádřit i přesnost tohoto odhadu,
užijeme intervalový odhad. Neznámý parametr τ pak odhadujeme nikoli jednou hod-
notou, ale dvěma číselnými hodnotami, které tvoří meze intervalu spolehlivosti
(konfidenčního intervalu) T1 a T2. Obvykle očekáváme, že interval spolehlivosti po-
kryje oblast, v níž se nachází parametr τ s určitou předem zvolenou pravděpodobností
1 − α, kde α je hladina významnosti (α ∈ 〈0, 1〉). Lze konstruovat oboustranný
intervalový odhad parametru τ ,

P(T1 ≤ τ ≤ T2) ≥ 1− α. (2.12)

Pravděpodobnost, že dolní (horní) hranice intervalu spolehlivosti T1(T2) padne nad
správnou hodnotu (či pod ni), je rovna α/2 a pravděpodobnost, že správná hodnota
bude ležet v tomto intervalu je 1− α.

Lze také konstruovat dolní intervalový odhad Td jako

P(Td ≤ τ) ≥ 1− α (2.13)

nebo horní intervalový Th odhad

P(τ ≥ Th) ≥ 1− α. (2.14)

2.3.2 Odhady parametrů normálního rozdělení

Pro normální rozdělení N(µ, σ2) je nejlepším bodovým odhadem parametru střední

hodnoty µ výběrový průměr x, který má rozdělení N
(
µ, σ2

n

)
. Oboustranný interval

spolehlivosti při známém σ2 pak konstruujeme jako

(
X ± z(1−α/2)

σ√
n

)
, (2.15)

s koeficientem spolehlivosti 1−α, kde zα je α-kvantil rozdělení N(0, 1). Jelikož platí
z(0.01/2) = 2.576, z(0.05/2) = 1.960, je zřejmé, že pro větší spolehlivost dostáváme
širší interval. Obvykle se α volí rovno 0.05. Za povšimnutí stojí i tvar intervalu



22 KAPITOLA 2. ZÁKLADNÍ POJMY STATISTIKY

X ± krit ·
√

var(X), kde krit je kritická hodnota odpovídajícího rozdělení. Podobně
se konstruují dolní Td a horní Th odhady takto

Td = x− z1−α
σ√
n

, Th = x + z1−α
σ√
n

. (2.16)

Jelikož obvykle neznáme σ2, ale pouze odhad s2, nahrazujeme výraz (2.15) pro
interval spolehlivosti vztahem

(
X ± tn−1,(1−α/2)

s√
n

)
, (2.17)

kde tn−1(α) je kritická hodnota Studentova t-rozdělení s n− 1 stupni volnosti a s je
výběrová směrodatná odchylka. Za poznámku také stojí fakt, že s rostoucím počtem
realizací n se, při zachování rozptylu, interval spolehlivosti zužuje.

Pro konstrukci dalších odhadů normálního rozdělení a posléze pro hlubší pocho-
pení kapitoly o konstrukci testů (viz kapitola 4) je vhodné uvést rozdělení některých
výběrových statistik. Platí, že

• výběrový průměr x má rozdělení N
(
µ, σ2

n

)

• výběrová funkce (n−1)s2

σ2 má χ2 rozdělení o n− 1 stupních volnosti,

• výběrová funkce T = x−µ
s

√
n má t-rozdělení o n− 1 stupních volnosti.



Kapitola 3

Průzkumová analýza

Cílem průzkumové analýzy1 je odhalit charakter dat. Průzkumová analýza pomáhá
i při odkrývání zvláštností dat, např. při identifikaci podezřelých hodnot, lokálních
koncentrací dat, při posuzování zvláštností rozdělení a zkoumání jeho odchylky od
rozdělení normálního. Pomocí průzkumové analýzy dat, lze ověřovat některé základní
předpoklady, které data musí splňovat. Nejčastěji se studuje nezávislost a homogenita
dat. K průzkumné analýze patří i vhodná transformace dat, pokud data nesplňují
některé předpoklady. Pro průzkumovou analýzu je zažitý následující postup (viz
např. [10]).

• Průzkumová analýza dat (EDA)

– stupeň symetrie a špičatosti rozdělení

– indikace lokálních koncentrací dat

– nalezení odlehlých a podezřelých dat

– srovnání vlastností rozdělení s typickými rozděleními

– transformace dat (je-li nutná)

• Ověření předpokladů

– nezávislost dat

– homogenita dat

– určení minimálního rozsahu dat

– ověření normality rozdělení

• Konfirmatorní analýza dat (CDA)

– klasické a robustní odhady

1někdy také explorativní analýzy čili EDA

23
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3.1 Pořádkové statistiky

Nejčastěji se v EDA používají grafické metody a dále některé robustní kvantilové
statistiky. Vycházíme z pořádkových statistik, což jsou vzestupně setříděné prvky
výběru x1 ≤ x2 . . . xn. Budeme-li např. vrhat kostkou, můžeme dostat pořádkovou
statistiku 1, 1, 1, 1, 2, 2, 2, 2, 2, 2, 2, 2, 3, 3, 3, 3, 4, 4, 4, 4, 5, 5, 5, 5, 5, 6, 6, 6, 6, 6.

Platí, že střední hodnota i-té pořádkové statistiky je rovna kvantilu výběrového
rozdělení

E(xi) = F−1(Pi) = Q(Pi), (3.1)

kde F (x) je distribuční funkce a Q(Pi) kvantilová funkce, Pi pořadová pravděpodob-
nost

Pi =
i

n + 1
, (3.2)

přičemž optimální hodnoty Pi závisí na předpokládaném rozdělení náhodné veličiny,
např. pro normální rozdělení se používá Pi = i−3/8

n+1/4 .

3.2 Histogram

V histogramu vynášíme na osu x hodnoty xi seskupené do stejně širokých intervalů
a na ose y vynášíme četnost hodnot v daném intervalu. Histogram pak vytváří jakýsi
sloupcový graf. Někdy se lze setkat s tím, že bývají prostřední body horních hran
sloupců spojeny do polygonu, kterému pak říkáme polygon četností. Jelikož slouží
histogram k posouzení hustoty pravděpodobnosti rozdělení, vynáší některé programy
do histogramu i frekvenční funkci normálního rozdělení, kde hodnota µ je odhadnuta
x a σ pak s.

Obrázek 3.1: Ukázka histogramu a kumulativního histogramu s vyznačením frek-
venční resp. distribuční funkce normálního rozdělení.

Otázkou zůstává pouze vhodná volba šířky intervalu, neboť počet intervalů ne-
smí být ani malý (ztrácí se značná část informace o rozdělení) ani velký (snížení
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přehlednosti a zastření některých charakteristik rozdělení). Počet intervalů m se volí
buď empiricky v intervalu 5 až 20 nebo na základě některého ze vztahů

m ≈ 1 + 3.3 log n

m ≈ √
n

m ≈ 10 log n,

kde n je rozsah souboru.

Obrázek 3.2: Histogram A reprezentuje nesešikmená tedy symetrická data, zatímco
histogram B ukazuje na výrazné kladné sešikmení dat.

Někdy se histogram také vynáší ve formě kumulativního histogramu (viz Obr. 3.2)
nebo polygonu četností a to pro posouzení distribuční funkce. V prvním intervalu pak
je frekvence, v následujících pak součet frekvencí aktuálního a předchozích intervalů
a nakonec v posledním je jednička.

3.3 Kvantilový graf

V kvantilovém grafu vynášíme na osu x pořadovou pravděpodobnost Pi a na osu y
pořádkovou statistiku xi. Z kvantilového grafu lze odhadovat stejně jako z histogramu
tvar rozdělení, symetričnost, sešikmenost, shluky dat, vybočující data atp. Obrázek
(3.3) ukazuje kvantilový graf.

3.4 Diagram rozptýlení

V diagramu rozptýlení vynášíme na osu x hodnoty xi a na osu y libovolnou úroveň
(obvykle 0), nebo se hodnoty y vhodně liší (obvykle se hodnota svislé souřadnice
volí náhodně z rovnoměrného rozdělení), aby se body nepřekrývaly - rozmítnutý
diagram rozptýlení. Obrázek (3.3) ukazuje klasický a rozmítnutý diagram rozptýlení
pro stejná data jako v předchozím kvantilovém grafu.
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Obrázek 3.3: Vlevo, kvantilový graf, plná čára pro robustní a přerušovaná pro kla-
sický. Vpravo, diagram rozptýlení a rozmítnutý diagram rozptýlení

3.5 Krabicový diagram

Krabicový diagram se používá pro přehlednou informaci o datech. V jeho středu
je medián vyznačen vertikální úsečkou nebo pásem udávajícím jeho interval spo-
lehlivosti, krajní hodnoty boxu jsou tvořeny dolním a horním kvartilem a délka
boxu je rovna kvartilovému rozpětí RF = x̃0.75 − x̃0.25. Výška boxu se zpravidla volí
úměrně k

√
n. Z boxu pak vedou dvě úsečky, které jsou ukončeny vnitřními hradbami

BH = x̃0.75 +1.5RF a BD = x̃0.25−1.5RF . Pro data, která pocházejí z normovaného
normálního rozdělení přibližně platí BH −BD ≈ 4.2. Pokud jsou naměřené hodnoty
vně vnitřních hradeb označují se prázdnými či plnými kolečky a bývají podezřelé
z odlehlosti (viz kapitola 4.5). Často se lze setkat také s tzv. vrubovými krabico-

Obrázek 3.4: Krabicové diagramy, v krabicovém diagramu vpravo jsou zvýrazněny
dvě hodnoty podezřelé z odlehlosti.

vými grafy (viz obr. 3.8), kde nám vruby umožňují posoudit variabilitu mediánu,
neboť vruby končí v hodnotě ohraničující robustní interval spolehlivosti pro medián
ID = x̃0.5 − 1.57RF√

n
a IH = x̃0.5 + 1.57RF√

n
.

3.6 Graf polosum

V grafu polosum vynášíme na osu x pořádkové statistiky xi a na osu y vynášíme po-
losumy Zi = xn+1−i+xi

2 . V případě, že je rozdělení symetrické, je grafem horizontální
přímka protínající osu y v hodnotě mediánu. Z grafu polosum lze tedy usuzovat na
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Obrázek 3.5: Graf polosum, graf symetrie a graf špičatosti.

symetričnost rozdělení a podle charakteristického tvaru lze odhadovat i typ rozdělení.

3.7 Graf symetrie

V grafu symetrie vynášíme na ose x hodnoty 1
2z2

qi
pro qi = i

n+1 , kde zqi je kvantil

normovaného normálního rozdělení a na ose y polosumy Zi = xn+1−i+xi

2 . Z grafu
symetrie lze usuzovat na symetričnost rozdělení, neboť symetrická rozdělení jsou
charakterizována přímkou, protínající osu y v mediánu. V případě, že je směrnice
přímky nenulová, lze ji považovat za odhad parametru šikmosti.

3.8 Graf špičatosti

V grafu špičatosti vynášíme proti hodnotám 1
2z2

qi
na ose x, kde qi = i

n+1 , hodnoty

ln xn+1−i+xi

−2zqi
na osu y. Za předpokladu symetrie je pro normální rozdělení grafem

horizontální přímka. V případě, že body leží na přímce s nenulovou směrnicí, je
hodnota této směrnice odhadem parametru špičatosti.

3.9 Graf rozpýlení s kvantily

V grafu rozptýlení s vyznačením kvantilů se na osu x vynáší hodnoty odhadu kvanti-

lové funkce výběru Pi, kdy se obyčejně volí Pi =
i− 1

3

n+ 1
3
. Na osu y se vynáší pořádková

statistika xi. Pro symetrická rozdělení má kvantilová funkce sigmoidální tvar. Pro
sešikmená rozdělení k vyšším hodnotám je konvexně rostoucí a pro rozdělení sešik-
mená k nižším hodnotám je naopak konkávně rostoucí. Pro usnadnění se do grafu
zakreslují tři obdélníky, kvartilový, oktilový a sedecilový. Kvartilový obdélník má na
ose y vrcholy dané horním a dolním kvartilem a na ose x je to pořadová pravděpo-
dobnost pro P2 = 2−2 = 0.25 tedy 1 − 0.25 = 0.75. Oktilový obdélník má na ose y
vrcholy v dolním a horním oktilu a na ose x pro P3 = 0.125 tedy 1− 0.125 = 0.875.
Sedecilový obdélník má na ose y dolní a horní sedecil a na ose x pro P4 = 0.0625
tedy 0.9375. V kvartilovém obdélníku se ve výšce mediánu vynáší horizontální čára
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Obrázek 3.6: Graf rozpýlení s kvantily a kvantil-kvantilový (Q-Q) graf.

(rovnoběžná s osou x) a na ní se pro Pi = 0.5 vynáší kolmice o délce robustního od-
hadu konfidenčního intervalu mediánu 1.57RF√

n
, viz krabicový diagram. Pomocí tohoto

grafu lze identifikovat řadu charakteristik a zvláštností výběru, např.

• symetrické unimodální rozdělení výběru obsahuje jednotlivé obdélníky symet-
ricky uvnitř sebe,

• nesymetrická rozdělení mají při sešikmení k vyšším hodnotám vzdálenosti mezi
dolními hranami výrazně kratší, než mezi horními hranami,

• odlehlá pozorování jsou indikována tím, že se na kvantilové funkci mimo kvar-
tilový obdélník objeví náhlý růst či pokles,

• vícemodální rozdělení mají uvnitř kvartilového obdélníku několik úseků s téměř
nulovou směrnicí.

3.10 Kvantil-kvantilový graf

Někdy též označovaný jako Q-Q graf. Na ose x jsou vyneseny experimentální hodnoty
a na ose y jsou vypočtené kvantily normálního rozdělení se střední hodnotou odhad-
nutou x a rozptylem s2. Pokud data vykazují normální rozdělení, leží na přímce.

Příklad 3.1 Načrtněte krabicový graf, histogram, polygon četností a polygon ku-
mulativních relativních četností a vyčíslete robustní a výběrové charakteristiky z uve-
dených dat

hodnoty znaku 1 2 3 4 5 6 celkem
četnosti 1 8 9 6 5 1 30
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Obrázek 3.7: Vlevo Q-Q graf pro sešikmená data s odlehlými hodnotami, vpravo
Q-Q graf pro bimodální data, mody jsou označeny šipkami.

x = 3.3, s2 = 1.53, s = 1.24, šikmost = 0.71, špičatost = −0.74, x̃ = 3.0, x̃0.25 = 2.0,
x̃0.75 = 4.0. Grafické vyjádření dat je uvedeno na obrázku (3.8). 2

Příklad 3.2 Máme tato data ze sčítání lidu z roku 1961 v ČSSR, vyčíslete prů-
měrný věk obyvatelstva, mužů, žen, dále vyčíslete další výběrové a robustní odhady
a porovnejte je, načrtněte histogram.

věk počet mužů počet žen věk počet mužů počet žen
0-4 586633 560038 50-54 457295 481636
5-9 664513 635543 55-59 393669 431960

10-14 661032 635361 60-64 304514 374470
15-19 538423 523165 65-69 204379 284518
20-24 442485 432457 70-74 135509 203313
25-29 447951 445388 75-79 85688 133925
30-34 480866 490938 80-84 41287 67417
35-39 501209 526883 85-89 14467 24534
40-44 309387 327117 90 . . . 3114 6027
45-49 426694 450247

2
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Obrázek 3.8: Krabicový graf, graf kumulativní četnosti, histogram a polygon četností
pro data z příkladu.

3.11 Ověření předpokladů o datech

Mezi první testy patří test minimální velikosti výběru, neboť velikost výběru
významně ovlivňuje všechny statistiky. U malých výběrů může být výsledek více
ovlivněn rozsahem výběru než variabilitou dat. Za předpokladu normality se mini-
mální rozsah určí na základě vztahu

Nmin =
s2

0

δ2 t2
1−α/2(N − 1), (3.3)

kde t1−α/2(N−1) je kvantil t-rozdělení a δ je předem zvolené číslo, skutečná hodnota
odhadu O pak leží s pravděpodobností 1− α v intervalu 〈O − δ,O + δ〉.

Dále se běžně předpokládá, že data tvoří náhodný výběr, který splňuje tři hlavní
kritéria; nezávislost prvků, homogenitu a normalitu. Nezávislost prvků určuje,
že provádíme-li výběr v čase, nedochází k výrazným trendům v datech. Homogenita
znamená, že jsme z původního souboru vybírali data homogenně tedy, že jsme rovno-
měrně pokryli původní soubor. Normalita znamená, že rozdělení výběru je normální.

Nezávislost prvků se nejčastěji testuje autokorelačními koeficienty. Nejběž-
něji se používá autokorelační koeficient 1. řádu r1, který lze chápat jako „korelaciÿ
všech k s k + 1 hodnotami. Autokorelační koeficient k-tého řádu rk je definován jako

rk =

∑N−k
i=1 (yi − y)(yi+k − y)∑N

i=1(yi − y)2
. (3.4)
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Často se pro odhalování závislosti v datech používají autokorelační grafy, kde jsou
vynášeny autokorelační koeficienty proti řádu autokorelace. Autokorelační graf nabízí
odpovědi na řadu otázek např. jsou-li data náhodná, sinusoidní, autoregresní atp.

Pro testování normality rozdělení se užívají Kolmogorov-Smirnovův, Shapiro-
Wilksův či Lillieforsův test nebo se jednodušeji používá testovací kritérium sestá-
vající z kombinace výběrové šikmosti a špičatosti. Kolmogorov-Smirnovův test je
založen na testování maximálního rozdílu mezi kumulativní distribucí a teoretickou
distribucí. Nevýhodou testu je, že a priori je nutná znalost střední hodnoty a roz-
ptylu. Právě z tohoto důvodu se nejčastěji používá Shapiro-Wilksův W test nebo
Lillieforsův test.
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Kapitola 4

Testování statistických hypotéz

Mezi významné otázky při zpracování dat patří úvahy typu, splňují data charak-
ter normálního rozdělení, liší se naměřené hodnoty badatelem A a badatelem B,
liší se hodnoty naměřené v různých časových intervalech, liší se hodnoty naměřené
v místech A a B, liší se obsah účinné látky v léčivu od deklarované hodnoty, liší se
výsledky získané metodu A a B? K řešení těchto problémů lze ve statistice využít
metody testování statistických hypotéz, s jejichž pomocí lze hledat odpovědi a činit
závěry.

Statistická hypotéza je předpoklad o rozdělení pravděpodobnosti jedné či více
náhodných veličin. Může se týkat parametrů rozdělení náhodné veličiny nebo zcela
obecně zákona rozdělení (distribuční funkce, hustoty pravděpodobnosti), náhodnosti,
nezávislosti atp. Testem statistické hypotézy pak rozumíme pravidlo, které na zá-
kladě objektivních výsledků předepisuje rozhodnutí o zamítnutí či nezamítnutí hypo-
tézy. Obvykle vyslovíme hypotézu H0 tzv. nulovou či testovanou hypotézu, kte-
rou testujeme, a dále alternativní hypotézu H1 alternativu, o které předpokládáme,
že platí, zamítneme-li nulovou hypotézu H0. Např. H0 : Θ = Θ0 a H1 : Θ > Θ0 (pra-
vostranná alternativa) nebo H1 : Θ < Θ0 (levostranná alternativa) nebo H1 : Θ 6= Θ0

(oboustranná alternativa), kde Θ je neznámý parametr a Θ0 je apriorně známá hod-
nota.

Při provádění testu se zvolí hladina významnosti testu α, která vymezí kritickou
hodnotu pro test nulové hypotézy. Dále zvolíme testovací kritérium, což je statis-
tika odhadující parametr náhodného rozdělení, na který hypotéza činí předpoklad.
Kritická hodnota pak vymezuje z oboru hodnot testovacího kritéria podmnožinu,
kterou nazýváme kritický obor Wα. Při testu postupujeme tak, že padne-li hod-
nota testového kritéria T do kritického oboru Wα, kde α je hladina významnosti,
tak testovanou hypotézu H0 zamítáme proti alternativě H1. Hladina významnosti
se v řadě vědeckých disciplín volí rovna 0.05 a zahrnuje tak 5% pravděpodobnost
chyby 1. druhu (viz dále), což někdy nemusí dostačovat. V některých oblastech se
proto testuje na hladině α = 0.01 nebo dokonce na hladinách α = 0.005 a α = 0.001.
Výsledky zamítnuté na takovýchto hladinách se pak označují jako vysoce významné.

33
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Obrázek 4.1: Rozdělení testovací statistiky a plochy odpovídající statistické význam-
nosti pro jednostranný a oboustranný test.

Zamítneme-li hypotézu H0 neznamená to, že tato hypotéza neplatí, jen dáváme
najevo, že jí nedůvěřujeme na základě objektivních výsledků. Dojde-li k takové si-
tuaci, zamítneme platící hypotézu H0, dopustíme se chyby 1. druhu. Platí-li na
druhé straně hypotéza alternativní, ale testovanou hypotézu nezamítáme, dopouš-
tíme se chyby 2. druhu. Pro pravděpodobnost chyby 1. druhu požadujeme, aby
nepřekročila dané číslo α, tedy hladinu významnosti (obvykle ji volíme 0.05 či 0.01).
Pravděpodobnost chyby 2. druhu se značí β a lze ji volit jen v určité míře na základě
alternativy. Její hodnota závisí na „velikosti rozdíluÿ skutečnosti a testované hypo-
tézy. Čím je rozdíl H0 a skutečnosti v rámci H1 větší, tím menší je β. Doplněk β do
jedničky se nazývá síla testu.

Za zmínku stojí ještě vědecký význam zamítnutí či nezamítnutí hypotézy. Ob-
jevné je totiž pouze zamítnutí hypotézy, čímž dáváme vlastně najevo, že dostatek
důkazů svědčí proti hypotéze. Na nezamítnutí nulové hypotézy pak lze nahlížet jako
případ, kdy nemáme dostatek důkazů proti hypotéze a jsme nuceni u ní setrvat.

Pro ozřejmění výše zavedených pojmů uvažujme následující příklad. Výrobce de-
klaruje obsah 400 µg účinné látky v jedné tabletě léku. Analytickou metodou jsme
odhadli obsah látky aritmetickým průměrem z několika měření na 383 µg. Otázkou
je, liší se tato hodnota statisticky významně od deklarované hodnoty nebo ne? Tedy,
šidí-li nás výrobce? Jako nulovou statistickou hypotézu H0 zvolíme výrok, obsah
látky se významně neliší od obsahu deklarovaného výrobcem. Nyní můžeme zvolit
oboustrannou alternativu H1 typu, obsah látky se liší nebo jednostrannou alterna-
tivu, obsah látky je nižší než udává výrobce. Nyní zvolíme vhodný test, vypočteme
testovací kritérium a srovnáme jej s kritickou veličinou či kritickým oborem. Jak
konkrétně provést otestování uvedené hypotézy si ukážeme v následující kapitole
(4.1).
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Obrázek 4.2: Rozdělení testovací statistiky při H0 a H1, ukázka hladiny významnosti
α a síly testu.

Známe-li tvar rozdělení pravděpodobností základního souboru, použijeme jedno-
duchý parametrický test, nemáme-li však o rozdělení žádné informace, používáme
neparametrické testy. Teď se budeme věnovat oběma typům testů podrobněji.

4.1 Testy shody výsledků s konvenčně správnou hodno-
tou

U těchto testů, někdy označovaných stručně jako testy správnosti výsledků, se jedná
o test hypotézy, zda střední hodnota µ o rozdělení N(µ, σ2) je shodná s konvenčně
správnou hodnotou µ0, což je předem známá konstanta. Střední hodnotu µ musíme
odhadnout např. průměrem x. Test dovoluje odpověď na otázky typu, liší se obsah
látky od deklarovaného obsahu, měří přístroj správně hodnotu etalonu, poskytuje
analytická metoda správné odhady obsahu standardů atp.

Nulová hypotéza se formuluje jako H0 : µ = µ0 proti oboustranné alternativě
H1 : µ 6= µ0, nebo proti jednostranným alternativám H1 : µ > µ0, H1 : µ < µ0. Zde
je namístě poznámka, že jednostranný test je silnější než odpovídající oboustranný
test a je tedy výhodnější používat jednostranný test všude tam, kde je jeho použití
opodstatněné. Např. předpokládáme-li, že preparát zvyšuje průměrný věk dožití u
pacienta, použijeme tedy raději jednostrannou alternativu. Testovat pak budeme,
zda je změna věku dožití rovna nule tj. má-li preparát statisticky signifikantní (vý-
znamný) vliv na věk dožití. Pak H0 zní, preparát věk nezvyšuje resp. věk dožití
po požívání preparátu je shodný s dlouhodobým průměrným věkem v populaci se
stejnou chorobou, jednostranná alternativa H1 pak zní, preparát věk dožití zvyšuje.
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Běžně se používají dva výběrové testy, a to Studentův test a Lordův test pro
nízkorozsahové soubory.

Studentův test Testovací kritérium Studentova testu je definováno jako

te =
|x− µ|

s

√
n, (4.1)

kde µ je konstanta, n počet realizací, ze kterých byly spočteny x a s. Testovací
kritérium te má Studentovo rozdělení o ν = n−1 stupních volnosti. Kritické hodnoty
pro

oboustranný test pro ν = n−1 stupňů volnosti, na hladině α/2 se odečte z tabulky
kritická hodnota Studentova t-testu tk(α/2, ν), resp. se vypočte hodnota α/2
kvantilu Studentova rozdělení, někdy se kritická hodnota pro oboustranný test
zapisuje takto tk(α(2), ν) nebo tα(2),ν

jednostranný test pro ν = n−1 stupňů volnosti, na hladině α se odečte z tabulky
kritická hodnota Studentova t-testu tk(α, ν), která může být někdy zapisována
tk(α(1), ν) nebo tα,ν .

Rozhoduje se na základě vztahu mezi testovacím kritériem a kritickou hodnotou.
Je-li te ≤ tk, H0 se nezamítá a aritmetický průměr se významně neliší od µ, naopak
při te > tk zamítneme H0 oproti alternativě H1. Studentův test je svou povahou
výběrový test a využívá výběrové charakteristiky, které jsou málo robustní, proto je
třeba mít k dispozici dostatek dat a před jeho provedením data pečlivě prozkoumat
a posoudit jejich normalitu.

Lordův test Testovací kritérium je definováno jako

ue =
|x− µ|

R
, (4.2)

kde R je rozpětí dat. Kritická hodnota pro n pozorování se najde na hladině α a
odečte z tabulky kritických hodnot Lordova testu uk(α, n). Je-li ue ≤ uk, H0 se
nezamítá, tedy aritmetický průměr se významně neliší od µ. Při ue > uk zamítáme
H0 oproti alternativě H1. Lordův test se používá pro soubory s nízkým počtem
pozorování, obvykle do 10 pozorování.

4.2 Testy shodnosti výsledků

Pracujeme se dvěma náhodnými výběry z rozdělení N(µ1, σ
2
1) a N(µ2, σ

2
2). Rozptyly

obou rozdělení nemusí být nutně shodné a je třeba tento fakt zohlednit. Nulová hy-
potéza se formuluje jako H0 : µA = µB proti oboustranné alternativě H1 : µA 6= µB

nebo jednostranným alternativám H1 : µA ≷ µB. Pro praktické vyčíslení budeme
používat odhady středních hodnot µA a µB například průměry xA a xB. Využití
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těchto testů spočívá např. při testech shodnosti výsledků pocházejících z různých la-
boratoří či od různých pracovníků. Testy shodnosti tak dovolují odpovídat na otázky
typu; je výrobek A stejně poruchový jako výrobek B, liší se výsledky získané starým
a novým přístrojem atp.

Dvouvýběrový Studentův test Před provedením dvouvýběrového Studentova
testu je třeba ověřit, zdali se rozptyly obou výběrů statisticky významně liší či niko-
liv. Z tohoto důvodu je tedy potřeba nejdříve provést test na shodu rozptylů např.
Fischer-Snedecorův F-test (viz kap. 4.4). V případě shodnosti rozptylů σ2

A = σ2
B

používáme jako testovací kritérium

te =
|xA − xB|√(

(nA−1)s2
A+(nB−1)s2

B
nA+nB−2

)(
1

nA
+ 1

nB

) . (4.3)

V případě nerovnosti rozptylů σ2
A 6= σ2

B je testovací kritérium

te =
|xA − xB|√

s2
A

nA
+

s2
B

nB

. (4.4)

Obě testovací kritéria mají Studentovo rozdělení s nA + nB − 2 stupni volnosti.
Kritická hodnota pro ν = nA + nB − 2 stupňů volnosti se vypočte na hladině α,
popř. α/2 pro oboustranný test, nebo odečte z tabulek kritických hodnot Studentova
rozdělení tk(α, ν). V případě, že te ≤ tk, H0 se nezamítá a odhady středních hodnot
se významně neliší, naopak při te > tk zamítáme H0 oproti alternativě H1.

Moorův test je výběrový test pro testování shody středních hodnot malorozsa-
hových výběrů. Testovací kritérium je Ue = |xA−xB |

RA+RB
pro na 6= nb. Kritická hodnota

pro na a nb pozorování se najde na hladině α a odečte z tabulky kritických hodnot
Moorova testu Uk(α, na, nb). Opět se rozhoduje na základě vztahu mezi kritickou
hodnotou a testovacím kritériem. Je-li Ue ≤ Uk, H0 se nezamítá a střední hodnoty
se významně neliší, naopak při Ue > Uk, zamítáme H0 oproti alternativě H1 o ne-
shodě středních hodnot.

4.3 Párové testy shodnosti výsledků

V řadě praktických aplikací se můžeme setkat s tím, že srovnávané výběry nejsou
nezávislé. Například opakujeme měření dvakrát na témže objektu resp. n-objektech a
studujeme, jak pokus ovlivnil chování objektu, tedy např. stav pacienta před léčbou
a po léčbě. Pro otestování vlivu pokusu pak můžeme použít párový t-test. Testovací
kritérium te je definováno jako podíl

te =
d

sd

, (4.5)
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kde d je průměr rozdílů, tedy d = 1/n
∑n

i (xi − yi) a sd směrodatná chyba rozdílů

sd =
1√
n

√∑n
i (di − d)2

n− 1
. (4.6)

Testovací kritérium te srovnáváme s kritickou hodnotou Studentova rozdělení na
hladině významnosti α/2 a stupních volnosti n− 1.

4.4 Testy shody dvou rozptylů

Předmětem testování je ověření, zda ve dvou náhodných výběrech N(µA, σ2
A) a

N(µB, σ2
B) platí rovnost σ2

A = σ2
B rozptylů. Formulujeme nulovou hypotézu H0 :

σ2
A = σ2

B nejčastěji proti oboustranné alternativě H1 : σ2
A 6= σ2

B a pro praktické
vyčíslení používáme výběrové rozptyly s2

A a s2
B.

Fischer-Snedecorův F-test se používá pro test shody rozptylů. Testovací krité-

rium je definováno jako poměr rozptylů obou souborů Fe =
s2
A

s2
B

a to tak, aby Fe ≥ 1.

Kritická hodnota pro νa = na − 1 a νb = nb − 1 stupňů volnosti se vypočte na hla-
dině α/2 nebo odečte z tabulky kritických hodnot F -rozdělení Fk(α/2, νa, νb). Pokud
Fe ≤ Fk, H0 nezamítáme, rozptyly jsou shodné. Naopak při Fe > Fk zamítáme H0

oproti alternativě H1 o nerovnosti rozptylů.
Někdy je třeba provést test homogenity rozptylu. Máme-li k výběrů ze základního

souboru o shodném počtu pozorování n, testujeme nulovou hypotézu o rovnosti všech
rozptylů proti alternativě, že existují alespoň dva rozptyly, které se na hladině α
významně liší. Testovací kritérium je stejné jako u F -testu, jen se dosadí minimální
a maximální rozptyl. Kritická hodnota pak pro n1 = k a n2 = (n−1) stupňů volnosti
Fk(α, n1, n2).

4.5 Testy vylučování odlehlých výsledků

Odlehlost výsledku je důsledkem hrubé chyby, pro další analýzu výsledků je dobré
odlehlé výsledky vyloučit. Je vhodné na odlehlost začít testovat neparametrickým
testem podle Dixona (jen do n = 30) nebo parametrickým testem podle Grubbse
(až do 100). Při vyšších četnostech (až do 160) lze použít test podle Dornbose.
Nulová hypotéza H0 : maximální xmax a minimální xmin hodnota není odlehlá, proti
alternativě, H1 : alespoň jeden prvek je odlehlý.

Dixonův Q-test se používá pro testy odlehlých hodnot. Testovací kritérium
Qmax = xn−xn−1

R , Qmin = x2−x1
R , kde xi jsou hodnoty z pořádkové statistiky x1 ≤

x2 ≤ . . . ≤ xn−1 ≤ xn. Kritická hodnota Qk(α, n) pro n stupňů volnosti se najde na
hladině α a odečte z tabulek kritických hodnot testu. Je-li Qmin,max ≤ Qk, H0 se
nezamítá, hodnoty nejsou odlehlé, naopak . . .
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Tabulka 4.1: Tabulka kritických hodnot pro oboustranný Q-test podle Dixonovy
metody pro α = 0.05, převzato z Rorabacher D. B. Anal. Chem. 1991, 63, 139-146.

n 3 4 5 6 7 8 9 10
0.970 0.829 0.710 0.625 0.568 0.526 0.493 0.466

n 11 12 13 14 15 16 18 20
0.444 0.426 0.410 0.396 0.384 0.374 0.356 0.342

n 22 24 25 26 27 28 29 30
0.331 0.321 0.317 0.312 0.308 0.305 0.301 0.298

Grubbsův test s testovacím kritériem Tmax = xn−x
sn

, Tmin = x−x1
sn

, kde sn =√
1/n

∑
(x− xi)2 je míra rozptýlení podobná rozptylu, jen pod odmocninou se dělí

místo n − 1 jen n. Kritická hodnota pro n stupňů volnosti se najde na hladině α
a odečte z tabulek kritických hodnot testu Tk(α, n). Pokud Tmin,max ≤ Tk, H0 se
nazamítá, hodnoty nejsou odlehlé, naopak . . .

4.6 Testování pomocí EXCELu

Pro testování statistických hypotéz lze využít celou řadu softwarových balíků, avšak
některé testy jsou dostupné i v programu MS EXCEL v položce „Nástroje - Analýza
datÿ horního menu.1 Analýza dat dovoluje provést dvouvýběrový F -test pro rozptyl
a dvouvýběrové t-testy. Kritické hodnoty lze také vypočítat zvlášť pomocí funkcí
FINV , která vrací kvantil F -rozdělení, nebo TINV , která vrací kvantil t-rozdělení.

Příklad 4.1 Bylo vybráno třináct polí stejné kvality. Na osmi z nich se zkoušel
nový preparát, na pěti stávající preparát proti škůdcům. Výnosy pšenice v tunách
na hektar jsou označeny Ai pro nový a Bi pro běžný způsob ošetření.

Ai 5.7 5.5 4.3 5.9 5.2 5.6 5.8 5.1
Bi 5.0 4.5 4.2 5.4 4.4

Je třeba zjistit, zda má nový preparát vliv na výnos pšenice. Budeme tedy tes-
tovat nulovou hypotézu H0 : µA = µB proti oboustranné alternativě na hladině
významnosti α = 0.05. Použijeme Studentův test pro testování shodnosti výsledků,
který však používá dvě různé testovací statistiky pro shodné a rozdílné rozptyly,
takže nejprve provedeme F -test na shodu rozptylů. Máme tedy m = 8, n = 5,
s2
A = 0.2698, s2

B = 0.2400. Protože platí s2
A > s2

B, pak Fe = 0.2698/0.24 = 1.124.
Kritickou hodnotu můžeme odečíst z tabulek nebo vypočítat v EXCELu pomocí
funkce FINV (0.025; 7; 4) a F7,4(0.025) = 9.07. Jelikož Fk > Fe nulovou hypotézu o
rozdílu rozptylů nezamítáme. Pro otestování shody průměrů použijeme tedy vztah
za podmínky σ2

A = σ2
B, který dává testovací kritérium te = 2.37. Kritickou hod-

notu t-rozdělení lze najít v tabulkách nebo vypočítat v EXCELu pomocí funkce
1Někdy není uvedená nabídka součástí menu a je potřeba nejprve v menu „Nástroje - Doplňky

- Analytické nástrojeÿ zaškrtnout.
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TINV (0.05; 11). V našem příkladu je t11(0.05) = 2.20 a tedy nulovou hypotézu za-
mítáme. Závěrem lze říci, že nový preparát poskytuje lepší výtěžky než preparát
stávající, přičemž můžeme tvrdit, že oba výběry poskytují nevýznamně rozdílnou
variabilitu. 2

Příklad 4.2 Máme zjistit, zda je 2 ml pipeta správně nakalibrována. Bylo prove-
deno šest měření, přičemž byly zjištěny tyto objemy (ml)

1.95 2.01 1.99 1.92 2.07 1.94

Budeme tedy testovat významnost rozdílu naměřených hodnot proti 2 ml. Použijeme
jednovýběrový Studentův test pro testování správnosti výsledků s H0 : µ = 2. Dále
vypočteme x = 1.98, s2 = 0.003, kritérium te = 0.89 a nalezneme kritickou hodnotu
t5(0.05) = 2.57. Jelikož te < tk, platí, že pipeta nedává významnou odchylku od
deklarované hodnoty 2 ml. 2

Příklad 4.3 Byla stanovena kyselina listová ve dvou tabletách s deklarovaným ob-
sahem 5 mg spektrofotometrickou metodou za použití barevné reakce s 1,2-naftochin-
on-4-sulfonovou kyselinou. Byla měřena absorbance při 485 nm a provedeno deset
stanovení. Určete, zda jsou obsahy kyseliny listové v obou tabletách stejné, pokud
byla změřena tato data v (mg)

A: 5.45 5.15 7.71 5.55 4.75 5.32 5.53 5.09 5.70 4.42
B: 4.98 4.84 4.77 4.91 4.84 4.98 4.91 5.21 4.67 5.21

Nejprve se vyčíslí základní statistiky pro oba výběry xA = 5.467, xB = 4.932,
s2
A = 0.775, s2

B = 0.030. Už rozptyl u první sady upozorňuje na nesrovnalost v datech,
kterou lze identifikovat testem na odlehlé hodnoty (7.71), či pohledem na krabicový
graf pro první výběr. Teď stojíme před problémem odlehlou hodnotu vyloučit či niko-
liv. Pokud budeme dále používat výběrové testy, bylo by vhodné odlehlou hodnotu
vyloučit, pokud budeme používat robustní testy, můžeme spoléhat na robustnost
metod. Ponechme odlehlou hodnotu v datech. Dále pak otestujeme shodu rozptylů
podle F -testu Fe = 5.92 proti kritické hodnotě 4.026. Shodu rozptylů zamítáme.
Následně testujeme shodu středních hodnot podle t-testu s te = 1.955 (v případě
vyloučení hodnoty 7.71 je te = 2.228), kde proti kritické hodnotě 2.201 nulovou hy-
potézu o shodě středních hodnot nezamítáme. Závěrem lze říci, že obsahy kyseliny
listové se v obou tabletách významně neliší. 2

Příklad 4.4 Byla vyvinuta nová metoda, která slouží pro stanovení obsahu Fe
v železné rudě. Tato metoda může být zavedena do praxe, poskytuje-li stejně správné
výsledky jako metoda etablovaná, klasická a navíc pokud je přesnější (v praxi je třeba
zvažovat i řadu dalších okolností, zejména ekonomickou stránku věci). Naším úkolem
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tedy je otestovat shodu středních hodnot obsahů Fe, které získáme novou a klasickou
metodou a dále i srovnání rozptylů obou metod, které jsou mírou přesnosti. Ai jsou
označeny výsledky získané novou metodou a Bi výsledky získané klasickou metodou.

x s2

A 35.2 49.6 38.3 48.6 27.6 39.9 28.5 37.3 35.8 34.3 37.5 52.6
B 36.1 40.6 35.0 39.3 31.2 38.6 31.8 36.1 36.9 35.2 36.1 9.1

Již na první pohled je patrná možná neshoda rozptylů. Otestujeme tedy shodu roz-
ptylů F -testem s výsledkem, že se oba rozptyly statisticky významně liší. Následně
budeme testovat shodu středních hodnot dvouvýběrovým t-testem s neshodou roz-
ptylů, s výsledkem, že se obě střední hodnoty významně neliší. Zbývá tedy uzavřít,
zda lze danou metodu v praxi používat či nikoliv. Je zřejmé, že metoda poskytuje
výsledky správné, ale výrazně méně přesné, než metoda klasická, což nás vede k zá-
věru, že nejsou-li jiné důvody, není zavedení nové metody do praxe odůvodněné. 2

Příklad 4.5 Laboratoř zakoupila nový pH metr. Na sadě standardních pufrů dával
rozptyl s2

n = 0.021 pro n = 20 měření. Standardní pH metr dává rozptyl s2
s = 0.014

pro n = 20 měření. Jsou oba pH metry stejně přesné? Pro otestování této hypotézy
použijeme F -test, vyčíslíme testovací kritérium Fe = 1.14 a kritickou hodnotu F -
rozdělení F19,19(0.025) = 2.52. Závěrem lze říci, že oba pH metry se neliší v přesnosti
poskytovaných výsledků. 2

Příklad 4.6 Na sedmi rostlinách byl posuzován vliv fungicidního přípravku podle
počtu skvrn na listech před a týden po použití přípravku. Otestujte, zdali má pří-
pravek vliv na počet skvrn na listech. Data udávají počet skvrn na listech před a po
použití přípravku:

před 9 17 31 7 8 20 10
po 10 11 18 6 7 17 5

Použijeme párový t-test, neboť výběry nejsou nezávislé. Vyčíslíme d = 4, standardní
chybu 1.524 a testovací kritérium te = 2.62, které porovnáme s kritickou hodnotou
tk(0.025, 7) = 2.365. Nulovou hypotézu o tom, že přípravek nemá vliv na počet skvrn
zamítáme oproti alternativě o jeho vlivu. 2

4.7 Neparametrické testy

Řada dříve zmíněných metod je založena na předpokladu znalosti rozdělení základ-
ního souboru, nejčastěji na předpokladu normality. Pokud však tyto předpoklady
nejsou splněny, existuje nebezpečí, že závěry vzešlé z použití parametrických metod,
nebudou odpovídat dané situaci. V praxi se často setkáme s daty, o jejichž rozdělení
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nevíme zhola nic. V takových případech používáme metody, které nepředpokládají
nějaké specifikované rozdělení náhodné veličiny a které nazýváme neparametrické
metody.

Neparametrické metody poskytují řadu výhod oproti parametrickým testům,
avšak na rozdíl od parametrických testů dochází s větší pravděpodobností k chyb-
nému nezamítnutí nepravdivé testované hypotézy a zvyšuje se tak pravděpodobnost
chyby druhého druhu. Z neparametrických testů probereme Wilcoxonův a Mannův-
Whitneyův test, později ještě Spearmanův test a Kruskalův-Wallisův test.

Wilcoxonův test

Nejprve z naměřených hodnot sestavíme uspořádaný seznam či pořádkovou sta-
tistiku ve tvaru

x1 ≤ x2 ≤ . . . ≤ xn, (4.7)

kde nejmenšímu pozorování přiřadíme pořadí 1, druhé nejmenší dostane pořadí 2, až
největší hodnota dostane pořadí n. V případě shody dostanou všechna pozorování
stejné pořadí, rovné jejich průměrnému pořadí.

Příklad 4.7 Z uvedených hodnot sestavte pořádkovou statistiku a každé hodnotě
přiřaďte pořadí. 146, 151, 143, 146, 141, 142, 141, 135, 141, 132, 141, 131. Řešení je
velice snadné, pokud si vše zapíšeme do tabulky

i 1 2 3 4 5 6 7 8 9 10 11 12
xi 131 132 135 141 141 141 141 142 143 146 146 151

pořadí 1 2 3 5.5 5.5 5.5 5.5 8 9 10.5 10.5 12

a uvědomíme-li si, že průměr z čísel 4, 5, 6 a 7 je roven 5.5. 2

Wilcoxonův test je analogií dvouvýběrového t-testu, avšak místo původních po-
zorování se používají jejich pořadí určená na základě setřídění nA + nB hodnot
vzniklých spojením obou výběrů (nA je rozsah souboru A a nB je rozsah souboru
B). Nulovou hypotézu2 o shodě středních hodnot test zamítne v případě, že průměry
takto zjištěných pořadí spočítané pro každý původní výběr se od sebe příliš liší.

Prakticky se nejprve spočtou součty pořadí v jednotlivých výběrech WA,WB,
pro kontrolu musí platit WA + WB = 1

2(nA + nB)(nA + nB + 1). Pokud jsou rozsahy
dostatečně velké, alespoň nA + nB ≥ 12, používá se k testovaní nulové hypotézy o
shodě středních hodnot statistika

Z =
WA − nA(nA + nB + 1)/2√

nAnB(nA + nB + 1)/12
, (4.8)

kterou na hladině α zamítáme v případě, že platí |Z| ≥ z(α/2), kde z(α/2) je kritická
hodnota normovaného normálního rozdělení, z(0.025) = 1.960, a volí se nA ≥ nB.

2formálně se testuje H0 : F = G, proti oboustranné alternativě, kde F, G jsou distribuční funkce
obou rozdělení
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Mannův-Whitneyův test

Vedle Wilcoxonova testu se často používá ekvivalentní Mannův-Whitneyův test s
testovacími veličinami

UA = nAnB +
nA(nA + 1)

2
−WA, UB = nAnB +

nB(nB + 1)
2

−WB, (4.9)

kde veličina UA vyjadřuje počet dvojic Ai, Bj , v nichž je Ai < Bj , pak pochopitelně
platí UA +UB = nAnB. Při testu testujeme pomocí statistiky U = min(UA, UB) (vy-
bíráme tu menší) oproti kritické hodnotě wnA,nB (α) ze speciálních tabulek. Nulovou
hypotézu zamítáme v případě, že U ≤ wnA,nB (α).

Příklad 4.8 Bylo vybráno třináct polí stejné kvality. Na osmi z nich se zkoušel
nový preparát, na pěti stávající preparát proti škůdcům. Výnosy pšenice v tunách
na hektar jsou označeny Ai pro nový a Bi pro běžný způsob ošetření.

Ai 5.7 5.5 4.3 5.9 5.2 5.6 5.8 5.1
Bi 5.0 4.5 4.2 5.4 4.4

Je třeba zjistit, zda má nový preparát vliv na výnos pšenice. V předchozím případě
jsme pro analýzu těchto dat použili parametrický test, teď provedeme stejnou analýzu
na základě Wilcoxonova testu. Nejprve sestavíme společnou pořádkovou statistiku

A 4.3 5.1 5.2 5.5 5.6 5.7 5.8 5.9
B 4.2 4.4 4.5 5.0 5.4

poř. 1 2 3 4 5 6 7 8 9 10 11 12 13

Odtud spočteme, že WA = 70, WB = 21, jelikož nA = 8 a nB = 5 pak Z = 4.1 ≥
1.96 a nulovou hypotézu zamítáme. Podle Mannova-Whitneyova testu pak máme
min(6, 34) = 6 ≤ 6 a opět nulovou hypotézu zamítáme. Tvrdíme pak, že uvedený
preparát má statisticky významný vliv na výnosy pšenice. 2
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Kapitola 5

Analýza rozptylu, ANOVA

Analýzou rozptylu1, kterou vyvinul R. A. Fisher na počátku 20. století, testujeme,
zdali je možné více výběrových souborů považovat za realizace téže náhodné veličiny,
řídí-li se normálním rozdělením s parametry µ a σ2. Zkoumáme-li vliv některých fak-
torů na experiment, zkoumáme je obvykle při různých hodnotách těchto faktorů a
při několikerém opakování pokusu s pevně nastavenou úrovní faktoru. Takto namě-
řené hodnoty vytvoří soubor, v němž jsou odchylky v naměřené hodnotě způsobeny
jednak různými hodnotami faktorů a dále náhodnými chybami. Obvykle vyhodnocu-
jeme pomocí ANOVA speciálně sestavené experimenty a sledujeme jeden nebo více
faktorů na různých úrovních. Budeme-li sledovat biologickou aktivitu látky, může na
ni mít vliv řada faktorů (koncentrace, doba působení, stáří organismu atp.). Budeme
tedy sledovat biologickou aktivitu při různých úrovních jednotlivých faktorů (koncen-
trace na úrovni A1, A2, A3 . . ., doba působení B1, B2 . . .) a při různých kombinacích
úrovní faktorů, tedy postupech A1B1C1 . . . , A1B2C1 . . . , . . . Pokusy pro jednotlivé
postupy můžeme, ale nemusíme opakovat. Podstatou ANOVY je rozložit variabi-
litu souboru dat na příspěvky, které pocházejí od změny úrovně faktorů a které
jsou způsobené náhodnými chybami. Testovat tedy budeme vzájemný poměr obou
příspěvků, za předpokladu normálního rozložení náhodných chyb, tedy jestli změna
úrovně faktoru ovlivňuje výsledek experimentu (realizaci náhodné veličiny) více než
náhodná chyba.

Podle počtu uvažovaných faktorů rozlišujeme analýzu rozptylu jedno-, dvou- a
vícefaktorovou a to s interakcí a bez ní. Obvykle se v praxi setkáme s nízkým počtem
faktorů. Obecně lze jedno pozorování vyjádřit jako

X = µ + (α + β + . . .) + (αβ + . . .) + ε, (5.1)

kde µ je měřená hodnota při nulovém (referenčním) vlivu faktoru, což je dané, ale
neznámé číslo, α, β jsou vlivy jednotlivých faktorů na měřenou veličinu, součiny αβ
představují interakce vlivů faktorů a ε je náhodná veličina modelující náhodné chyby
experimentu.

1ANOVA z angl. Analysis of Variance

45
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5.1 Jednofaktorová ANOVA

Jednofaktorová ANOVA je přirozeně nejjednodušší a zkoumáme při ní vliv pouze
jediného faktoru A na sledovaný výsledek, získané údaje třídíme podle úrovně tohoto
faktoru. Předpokládejme, že máme

X11, . . . , X1n1 je náhodný výběr z rozdělení N(µ1, σ
2) resp. N(µ + α1, σ

2)
X21, . . . , X2n2 je náhodný výběr z rozdělení N(µ2, σ

2) resp. N(µ + α2, σ
2)

. . .
Xk1, . . . , Xknk

je náhodný výběr z rozdělení N(µk, σ
2) resp. N(µ + αk, σ

2)

Předpokládá se, že rozptyl je pro všechny výběry stejný. Dále se předpokládá, že
všechny realizace náhodné veličiny, kterých je N =

∑k
i ni, jsou nezávislé.

Každé pozorování lze vyjádřit jako

Xij = µ + αi + εij , (5.2)

kde µ je střední hodnota pro referenční úroveň faktoru A odhadnutá hodnotou cel-
kového aritmetického průměru x... Pro takto definovanou střední hodnotu µ jsou αi

vlivy i-té úrovně faktoru A a platí pro ně reparametrizační podmínka
∑

niαi = 0. εij

je realizace náhodné chyby, která představuje proměnlivost hodnot Xij kolem arit-
metického průměru i-tého stupně. Předpokládá se, že náhodná chyba má normální
rozdělení N(0, σ2).

U ANOVA testu budeme testovat, jestli faktor A má vliv na dané měření. Jedna
z možností formulace nulové hypotézy je tedy, že střední hodnoty na všech úrovních
faktoru jsou si rovny H0 : µ1 = µ2 = . . . = µk(= µ). Druhou možností je hypotéza,
že faktor A nemá vliv na žádné ze svých úrovní H0 : α1 = α2 = . . . = αk = 0. Pro
praktické otestování vlivu faktoru A ale použijeme analýzu rozptylu dat. Při práci
metodou jednofaktorové ANOVA shrnujeme data nejlépe do přehledné tabulky.

úroveň faktoru A
i = 1 i = 2 i = 3 i = k

j = 1 x11 x21 x31 xk1

j = 2 x12 . . . . . . xk2

. . . . . . . . . . . . . . .
j = ni x1n1 x2n2 . . . xknk

T.. =
∑k

i Ti Ti. =
∑ni

j xij T1. T2. . . . Tk.

celková suma suma v úrovni
N =

∑k
i ni ni n1 n2 . . . nk

celková četnost četnost v úrovni
x.. = T../N xi. = Ti./ni x1. . . . . . . . . .

celkový průměr sloupcový průměr

Je zřejmé, že střední hodnotu µ pro referenční úroveň faktoru odhadneme celkovým
průměrem x.. a střední hodnotu při dané úrovni faktoru µi = µ + αi průměrem ve
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sloupcích, tedy αi = µi−µ odhadujeme jako (xi.−x..). Realizace náhodné chyby εij

lze vyjádřit jako odchylku naměřené hodnoty od odhadu střední hodnoty pro danou
úroveň faktoru eij = xij − xi.. Podle vztahu (5.2) lze každé pozorování xij vyjádřit
jako superpozici celkového průměru, vlivu faktoru A, a náhodné chyby, tedy jako

xij = x.. + (xi. − x..) + (xij − xi.). (5.3)

Převedeme-li v poslední rovnici souborový průměr na levou stranu,

xij − x.. = (xi. − x..) + (xij − xi.) (5.4)

získáme vztah, který za chvíli využijeme. Nyní vyjádříme celkový rozptyl

s2
0 =

1
N − 1

S0, (5.5)

kde S0 je celkový součet čtverců odchylek a je dán výrazem

S0 =
k∑

i

ni∑

j

(xij − x..)
2. (5.6)

Nyní dosadíme do rovnice (5.6) výraz (5.4), čímž získáme rovnici

k∑

i

ni∑

j

(xij − x..)
2 =

k∑

i

ni∑

j

(xi. − x..)
2 +

k∑

i

ni∑

j

(xij − xi.)
2 +

+2
k∑

i

ni∑

j

(xi. − x..)(xij − xi.),

kde lze ukázat, že poslední člen je roven nule. Na levé straně stojí celkový součet
čtverců odchylek S0, který jsme rozdělili na dvě složky, kde první představuje součet
čtverců odchylek k nezávislých průměrů úrovní xi. od celkového průměru a nazývá se
součet čtverců mezi průměry SA. Druhá složka se nazývá reziduální součet Sr a před-
stavuje součet čtverců odchylek jednotlivých pozorovaných hodnot od sloupcového
průměru. Zjednodušeně lze tedy psát

S0 = SA + Sr, (5.7)

odkud plyne, že celková variabilita dat se rozdělila na podíl způsobený faktorem A
a podíl způsobený náhodnými chybami čili nevysvětlenou variabilitou. Z posledních
dvou vztahů plyne, že

S0 =
k∑

i

ni∑

j

(xij − x..)
2 (5.8)

SA =
k∑

i

ni(xi. − x..)
2 (5.9)

Sr =
k∑

i

ni∑

j

(xij − xi.)
2. (5.10)
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Pro praktické výpočty se doporučuje nejprve vyčíslit celkový součet čtverců S0

jako

S0 =
k∑

i

ni∑

j

x2
ij −Nx2

.. (5.11)

a následně součet čtverců SA, někdy označovaný jako řádkový součet čtverců podle
vztahu

SA =
k∑

i

nix
2
i. −Nx2

.., (5.12)

konečně reziduální součet čtverců se dopočítává rozdílem podle vztahu (5.7).
Testování jednofaktorovou ANOVA již bylo naznačeno. Předmětem tohoto tes-

tování je ověření, zdali se změna úrovně faktoru A podepíše na rozdílu hodnot jed-
notlivých pozorování více než pouhý šum. Jako nulovou hypotézu volíme, že změna
faktoru A nemá významný vliv na rozdíly hodnot v pozorování, tedy že ty jsou
ovlivněny pouze náhodnými chybami. Při vlastním provedení testujeme, zdali se liší
rozptyl způsobený faktorem od rozptylu způsobeného náhodnými chybami, odtud
vyplývá i název metody, analýza rozptylu. Nulová hypotéza a alternativa se formu-
lují podobně jako u F -testu

H0 : σ2
A = σ2

r H1 : σ2
A 6= σ2

r (5.13)

Test se provádí rozkladem sumy čtverců S0 na dvě složky SA a Sr a bere se v úvahu,
že veličina S0

N−1 má rozdělení χ2 s (N − 1) stupni volnosti, stejně jako veličiny SA
k−1

s (k − 1) a Sr
N−k s (N − k) stupni volnosti. Podíl, který je testovacím kritériem, má

Fisher-Snedecorovo rozdělení F o (k − 1) a (N − k) stupních volnosti

Fe =
SA(N − k)
Sr(k − 1)

=
SAfr

SrfA
=

s2
A

s2
r

(5.14)

a lze nahlédnout, že jde o podíl rozptylu způsobeného vlivem faktoru a rozptylu
náhodného šumu. Bude-li testovací kritérium menší nebo rovno kritické hodnotě
Fk(α, k − 1, N − k), H0 se nezamítá, v opačném případě je zamítnuta a vliv úrovně
faktoru A je na pozorování xij významný. Hodnota průměrného čtverce odchylek
Sr/(N − k) představuje rozptyl s2

r, způsobený pouze náhodnými vlivy, který bývá
označován jako reziduální rozptyl a který je nejlepším odhadem rozptylu σ2 ex-
perimentální náhodné chyby ε.

Výsledky jednofaktorové ANOVA lze nejpřehledněji zapsat ve formě tabulky

variabilita suma čtverců stupně volnosti rozptyl F

faktor A SA fA = k − 1 SA/fA FA

reziduální Sr fr = N − k Sr/fr = s2

celková S0 f0 = N − 1
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Dojdeme-li analýzou rozptylu k zamítnutí nulové hypotézy, můžeme si položit otázku,
které úrovně faktoru vlastně nejsou stejné. Při odpovědi na tuto otázku se obracíme
např. na Bonferroniho, Tukeyovu nebo Scheffého metodu mnohonásobných pozoro-
vání.

5.1.1 Bonferroniho metoda

Při této metodě mnohonásobných pozorování porovnáváme všechny možné dvojice
průměrů, porovnáváme k(k−1)/2 dvojic. Při rozhodování o tom, liší-li se na hladině
α dva průměry xi., xj. postupujeme podle nerovnosti

|xi. − xj.| ≥ tN−k(α/r)

√
Sr

fr

(
1
ni

+
1
nj

)
, (5.15)

kde r je počet všech možných porovnávaných dvojic r = k(k − 1)/2. Všimněte si
rozdílu mezi tímto testem a dvouvýběrovým t-testem, zejména ve snížení argumentu
α kritické hodnoty.

Pokud je některá populace zvolena jako kontrolní, pak v Bonferroniho metodě
zvolíme r = k − 1 a zajímáme se pouze o dvojice průměr i-té populace a referenční
průměr.

5.1.2 Tukeyova metoda

Metoda velmi podobná předchozí, která místo kritické hodnoty Studentova rozdělení
používá hodnoty studentizovaného rozpětí qk,N−k(α).

|xi. − xj.| ≥ qk,N−k(α)

√
1
2

Sr

fr

(
1
ni

+
1
nj

)
. (5.16)

5.1.3 Scheffého metoda

Metoda je obdobou předchozích dvou metod jen s tím rozdílem, že používá kvantily
Fisherova-Snedecorova rozdělení a v praxi je preferována.

|xi. − xj.| ≥
√(

1
ni

+
1
nj

)
fA

fr
SrF1−α(fA, fr). (5.17)

Příklad 5.1 Byl sledován výtěžek v závislosti na době reakce acetylchloridu s ben-
zenem v nadbytku a za přítomnosti chloridu hlinitého jako katalyzátoru. Určete, zda
má doba reakce vliv na výtěžek, pokud ano, navrhněte optimální dobu trvání reakce.
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doba reakce [hod] výtěžek [%] |xi. − xj.|
0.5 27 35 29 doba reakce 1.0 3.0 6.0
1.0 41 39 43 0.5 11 37 36
3.0 67 65 70 1.0 26 26
6.0 69 66 65 3.0 1

Nejprve otestujeme jednofaktorovou ANOVA, zda-li má doba reakce vliv na vý-
těžek. Jelikož S0 = 3116.7, SA = 3180.7 a Sr = 64, vyjde Fe = 129.9 proti
Fk(0.05, 3.8) = 4.07 a tvrdíme, že doba reakce má vliv na výtěžek. Nyní na zá-
kladě testů mnohonásobných pozorování rozhodneme, které úrovně faktoru se od
sebe liší. Rozdíly mezi jednotlivými průměrnými hodnotami výtěžků jsou shrnuty
v tabulce. Vypočteme kritickou hodnotu pro Scheffého test

FSch. =

√(
1
3

+
1
3

)
3
8
× 64× 4.07 = 8.07. (5.18)

Srovnáváme-li pak rozdíly v tabulce s kritickou hodnotou Scheffého testu uzavřeme,
že rozdíl není významný pouze mezi reakční dobou 3 a 6 hod. Z toho plyne, že nemá
smysl prodlužovat reakci nad 3 hodiny, neboť to významně neovlivní hodnotu vý-
těžku reakce. 2

Příklad 5.2 Kvalitu AgNO3 výrazně ovlivňuje přítomnost halogenidových iontů.
Byla testována kvalita AgNO3 od různých výrobců a to tak, že bylo gravimetricky
stanovováno množství Cl. Výsledky analýz jsou uvedeny v tabulce. Rozhodněte, zdali
se liší kvalita jednotlivých chemikálií od různých výrobců.

V1 V2 V3 V4 V5
4.40 4.90 5.55 4.45 5.15
4.40 4.95 5.10 5.45 6.25
5.20 5.40 5.50 4.65 6.14
5.45 - 5.98 4.40 -
5.80 - 5.60 - -
5.60 - 5.56 - -

výrobce počet průměr
V1 6 5.14
V2 3 5.08
V3 6 5.55
V4 4 4.74
V5 3 5.85

suma 22 5.27

Výsledky nutné pro vyhodnocení nulové hypotézy shrneme do přehledné tabulky

součet čtverců stupně volnosti průměrný čtverec Fe

mezi skupinami 2.80 4 0.70 3.11
reziduální 3.83 17 0.23
celkový 6.63 21

Jelikož pro α = 0.05 je Fk(4, 17) = 2.96 < Fe je nutné zamítnout nulovou hypotézu
a prohlásit, že kvalita jednotlivých chemikálií se v obsahu Cl významně liší. 2
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Příklad 5.3 Byl vyšetřován vliv 4 druhů penicilinu na růst Baccillus substilis.

opakování druh penicilinu
A B C D

1 10.6 7.3 8.2 7.5
2 8.5 9.1 7.7 6.6
3 9.8 8.4 8.0 5.1
4 8.3 8.8 7.2 7.1
5 8.1 7.6 6.4 6.7

Výsledky: x.. = 7.85, xA. = 9.06, xB. = 8.24, xC. = 7.50, xD. = 6.60

součet čtverců stupně volnosti průměrný čtverec F-kritérium
SA = 16.506 3 5.502 7.04
Sr = 12.504 16 0.782 -
S0 = 29.01 19 - -

Jelikož je testovací kritérium větší než kritická hodnota F(3,16)(0.05) = 3.24, zamí-
táme nulovou hypotézu o tom, že druh penicilinu nemá významný vliv na růst bacilu.
2

5.2 Dvoufaktorová ANOVA bez interakce a opakování

Zkoumáme-li dva faktory, první na k úrovních a druhý na m úrovních, je celkový
počet měření roven N = k·m (·p počet opakování, pro jednoduchost budeme uvažovat
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p = 1). Pozorování lze vyjádřit podobně jako u jednofaktorové ANOVA vztahem

xij = µ + αi + βj + εij . (5.19)

Každé pozorování lze chápat jako superpozici střední hodnoty µ při průměrném
vlivu faktoru (odhadem je celkový průměr), vlivu faktoru A αi při i-té úrovni, vlivu
faktoru B βj při j-té úrovni a dále vlivu náhodné chyby ε, pro kterou platí N(0, σ2).
Platí několik základních podmínek:

• pozorování mají normální rozdělení s konstantním rozptylem

• pozorování jsou vzájemně nezávislá

• součet vlivů faktorů přes všechny úrovně je roven nule

• efekty obou faktorů jsou aditivní (nejsou v interakci).

Celkový součet čtverců S0 (o N−1 stupních volnosti) sestává ze tří složek: SA součet
čtverců mezi řádkovými průměry, SB součet čtverců mezi sloupcovými průměry a
Sr reziduální součet čtverců odchylek. Testuje se hypotéza, že HA : σ2

A = σ2
r resp.

HA : α1 = . . . αk = 0 a hypotéza HB : σ2
B = σ2

r popř. HB : β1 = . . . = βr = 0.
Rozdíl spočívá v zadání úlohy a potom následné interpretaci testu. V prvním

případě přistupujeme k testu tak, že můžeme definovaně a reprodukovatelně měnit
faktor A, zatímco faktor B nastavuje příroda (variabilita jedinců atp.). V druhém
případě jsme schopni nastavovat definovaně a reprodukovatelně oba parametry.

Při praktickém provedení opět vyčíslíme testovací charakteristiky a shrneme je
nejlépe do tabulky.

variabilita suma čtverců stupně volnosti průměrný čtverec F

faktor A SA fA = k − 1 SA/fA FA

faktor B SB fB = r − 1 SB/fb FB

reziduální Sr fr = (k − 1)(r − 1) Sr/fr = s2

celková S0 n− 1 = kr − 1

V tabulce je FA = SAfr

SrfA
, což je podíl průměrných čtverců. Pokud platí FA ≥

FfA,fr(α), zamítá se HA na hladině α, podobně je tomu u HB.

5.2.1 Obecný postup pro analýzu rozptylu

Prvním krokem je určení, podle povahy dat, zda jde o model pro jedno-, dvou- či
vícefaktorovou ANOVA. Následně uvažujeme o možných interakcích, zejména jsou-li
principiálně vůbec možné. Pak se specifikují hypotézy, které nás zajímají, a testují
se.
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Korelace

6.1 Korelační koeficient

Již z předchozího textu je známé, že jsou-li dvě náhodné veličiny X, Y nezávislé, jsou
jejich kovariance cov(X, Y ) a korelační koeficient ρX,Y rovny nule. Je však třeba upo-
zornit, že tento koeficient může být nulový i při některých nelineárních závislostech!
Čím bude lineární závislost obou veličin těsnější, tím více se bude hodnota |ρXY |
blížit jedné. Bude-li |ρXY | = 1, budou body ležet na přímce. Kladnost korelačního
koeficientu se interpretuje jako rostoucí závislost a zápornost jako závislost klesající.
Ve statistice se jako odhad korelačního koeficientu používá výběrový korelační
koeficient někdy také Pearsonův korelační koeficient

rXY =

∑n(xi − x)(yi − y)√∑n(xi − x)2
∑n(yi − y)2

=
CXY√
s2
Xs2

Y

=

∑n xiyi − nxy√∑n(xi − x)2
∑n(yi − y)2

,

kde poslední tvar je výhodný pro numerický výpočet. Výraz

CXY =
1

n− 1

n∑

i=1

(xi − x)(yi − y) (6.1)

se nazývá výběrová kovariance a lze jej vyjádřit v maticovém zápisu

CXY =
1

n− 1
XT

(
I− 1

n
11T

)
Y, (6.2)

kde horní index T značí transpozici matice, I je jednotková matice (n × n) a 1 je
sloupcový vektor o n prvcích, které jsou všechny rovny 1. Jen pro připomenutí je
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dobré si uvědomit, že CX,Y = CY,X a CX,X = s2(X). Výhodou zavedeného korelač-
ního koeficientu oproti výběrové kovarianci je to, že nabývá pouze hodnot z intervalu
〈 − 1, 1〉. Čtverec korelačního koeficientu r2 je koeficient determinace, který lze
chápat jako míru korelace náhodných veličin. Někdy se koeficient determinace vyja-
dřuje r2 · 100%.

V případě, chceme-li vyjádřit těsnost všech párových korelací mezi několika ná-
hodnými veličinami, vytvoříme korelační matici tak, že na hlavní diagonále bu-
dou jedničky a mimodiagonální členy budou párové výběrové korelační koeficienty.
Podobně můžeme konstruovat kovarianční matici C, kde na hlavní diagonále jsou
rozptyly a mimo ni výběrové kovariance.

Výběrový korelační koeficient lze použít pro test lineární nezávislosti (test, že
populační korelační koeficient je roven nule). Testová statistika má tvar

te =
rXY√

1− r2
XY

√
n− 2. (6.3)

Nulová hypotéza H0 : ρXY = 0 se na hladině α zamítá ve prospěch oboustranné
hypotézy H1 : ρXY 6= 0, právě když je |te| ≥ tn−2(α), pokud se nepoužije absolutní
hodnota, lze zamítnout ve prospěch levo- či pravostranné hypotézy. Pro testování
obecnější nulové hypotézy o shodě korelačního koeficientu H0 : ρXY = ρ0, kde ρ0 6= 0
je potřeba použít Fisherovu z-transformaci či arctanh-transformaci.

Při každé interpretaci korelace je však rozhodující racionální rozbor problému.
Nejčastější chybou bývá nesmyslná interpretace korelace, způsobená společnou pří-
činou nebo nehomogenitou výběru.

6.1.1 Autokorelace

Autokorelační koeficient 1. řádu r1 lze chápat jako „korelaciÿ 1. hodnoty se 2., 2. se
3., 3. se 4. . . . přes celý soubor dat. Obecněji je autokorelační koeficient k-tého řádu
rk definován jako

rk =

∑N−k
i=1 (xi − x)(xi+k − x)∑N

i=1(xi − x)2
. (6.4)

6.1.2 Spearmanův pořadový korelační koeficient

Tato charakteristika je typickým příkladem neparametrických charakteristik těsnosti.
Pro vyčíslení koeficientu je třeba seřadit data do neklesající posloupnosti a následně
vyčíslit rozdíly mezi pořadím. Statistiky vyčíslené na základě pořadí se nazývají
pořadové statistiky. Spearmanův korelační koeficient se vypočte na základě vztahu

rS = 1− 6
∑n q2

i

n3 − n
, (6.5)

kde qi je rozdíl mezi pořadím jedné a druhé náhodné veličiny. Spermanův korelační
koeficient může nabývat hodnot z intervalu 〈−1, 1〉. Koeficient zachycuje, na rozdíl
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od Pearsonova korelačního koeficientu, monotónní vztahy a je odolný vůči odleh-
lým hodnotám. Pro testování hypotézy o nezávislosti existují pro Spearmanův test
zvláštní tabulky1. Pro testování lze také použít vztah (6.3).

Příklad 6.1 Máme n různých chemických látek a máme rozhodnout, zdali existuje
korelace mezi interakční energií enzym-inhibitor, vypočtenou na základě molekulové
mechaniky, a inhibičním účinkem (IC50) těchto látek na příslušný enzym.

látka energie IC50 pořadí podle E pořadí podle IC50 rozdíl pořadí
n kcal·mol−1 µM k l q2

A −25 12 1 1 0
B −26 11 2 2 0
C −28 10 3 3 0
D −30 9 4 4 0
E −31 7 5 6 1
F −32 8 6 5 1
G −33 1 7 8 1
H −35 5 8 7 1

Odtud plyne, že rS = 1− 24
504 = 0.9524. Pro zajímavost uvádíme i rXY = 0.8449. Na

základě srovnání s kritickou hodnotou Spearmanova korelačního koeficientu na hla-
dině významnosti α = 0.05, rS = 0.6905 plyne, že existuje korelace mezi vypočtenou
interakční energií a inhibičním účinkem. 2

Příklad 6.2 Bylo testováno, zdali existuje souvislost mezi počtem prodávaných
ryb v jednotlivých akvarijních prodejnách a zdravotním stavem ryb s předpokladem,
že při větším počtu ryb bude jejich zdravotní stav horší. Náhodně bylo vybráno
dvanáct prodejen ryb

n 32 41 31 38 21 13 17 22 24 11 17 20
o 6 5 3 3 7 9 9 8 6 9 7 8

kde n je počet ryb a o je bodovaná kvalita vyjádřená číslem od 10 do 1. Pearsonův
korelační koeficient je roven rn,o = −0.857 a Spearmannův rS = −0.86. Kritické
hodnoty při oboustranné alternativě činí pro Pearsonův koeficient ρ(12, α = 0.05) =
0.576, pro Spearmanův koeficient ρS(12, α = 0.05) = 0.591. Použijeme-li testovací
statistiku podle rovnice (6.3), dostaneme te = −5.3 pro Pearsonův i Spearmanův ko-
eficient, přičemž tk(α = 0.05, 10) = 2.2. Závěrem lze tedy říci, že prodejny s menším
počtem ryb mají zdravější populace. 2

1zejména pro n < 30 pak se kritická hodnota odhaduje na základě asymptotického chování
rS

.
= u(α/2)/

√
n− 1
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V případě, že některá pozorování dosahují stejných hodnot, je třeba postupovat
poněkud odlišně, bližší informace lze nalézt v literatuře.

6.2 Kontingenční tabulky

Častým problémem je rozhodnutí, zdali dvě náhodné veličiny, které modelují nomi-
nální znaky, na sobě závisí, či jsou nezávislé. Test může např. vypadat tak, že se
ptáme, jestli je zastoupení krevních skupin, vzdělanosti atp. homogenní (odebereme
vzorky z různých oblastí a testujeme, liší-li se navzájem).

Uvažujeme-li dva nominální znaky Ai, Bj , které nabývají hodnot i = 1, . . . , a, j =
1, . . . , b. Budeme testovat, platí-li P (Ai ∩Bj) = P (Ai)P (Bj) a to pomocí statistiky
X2. Před její definicí, však zavedeme marginální četnosti

Ni. =
b∑

j

Nij , N.j =
a∑

i

Nij , (6.6)

které lze slovy interpretovat jako četnosti nominální veličiny na úrovni i. Nij jsou
četnosti měření se znaky Ai a Bi. Testovací statistika je pak definována následovně

X2 =
∑

i

∑

j

(Nij −Ni.N.j/n)2

Ni.N.j/n
, (6.7)

kde n je celkový počet měření. Nulovou hypotézu pak budeme zamítat na hladině α,
pokud bude platit

X2 ≥ χ2
(a−1)(b−1)(α). (6.8)

Příklad 6.3 Rozhodněte, zda je ve studované populaci barva lidských vlasů závislá
na pohlaví.

barva vlasů
pohlaví černá hnědá světlá zrzavá celkem
mužské 32 43 16 9 100
ženské 55 65 64 16 200
celkem 87 108 80 25 300

Nejprve vyčíslíme marginální četnosti NM. = 100, NZ. = 200, N.c = 87, N.h = 108,
N.s = 80, N.z = 25. Následně vypočteme testovací statistiku X2 = (32−100·87/300)2

100·87/300 +

. . . = 8.987. Po porovnání s kritickou hodnotou χ2
(3)(0.05) = 7.815 na hladině

α = 0.05 zamítáme nulovou hypotézu o nezávislosti barvy vlasů na pohlaví v dané
populaci. 2
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Příklad 6.4 Rozhodněte, zda je ve studované populaci barva lidských vlasů nezá-
vislá na barvě očí.

barva vlasů
barva očí černá hnědá světlá zrzavá celkem

modrá 506 1088 1169 48 2811
šedá, zelená 563 1212 1303 54 3132

hnědá 154 332 357 14 857
celkem 1223 2632 2829 116 6800

Testovací statistiku X2 = 1073.5 je nutno proti kritické hodnotě χ2
(6)(0.05) = 12.59

na hladině α = 0.05 zamítnout a popřít nulovou hypotézu o nezávislosti barvy vlasů
a barvy očí. 2
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Kapitola 7

Regrese

Častým problémem experimentálního měření je šetření funkčního vztahu několika
(nejčastěji dvou) proměnných. Zcela obecněji existují tři typy závislosti dvou pro-
měnných

• funkční, platí že y = f(x),

• regresní, pro určitou hodnotu deterministické proměnné xi platí určité prav-
děpodobnostní rozložení hodnot náhodné veličiny yi (náhodná veličina jako
funkce deterministické proměnné),

• korelační, mezi náhodnými proměnnými je jakýsi vzájemný vztah (viz minulý
oddíl).

V praxi se lze nejčastěji setkat s regresními závislostmi, kdy volíme jeden či více
parametrů a měříme jednu veličinu, kterou považujeme za realizaci náhodné veli-
činy. Na získaná experimentální data se aplikuje vhodný regresní model, kde se jeho
vhodnost posuzuje nejen z hlediska toho, jak funkce vystihuje experimentální data,
ale také do jaké míry je fyzikálně smysluplný a odpovídá-li podstatě jevu. Smyslem
regresní analýzy je, na rozdíl od korelační analýzy, blíže vysvětlit variabilitu náhodné
veličiny na základě nějakého předpisu, jenž se nazývá regresní funkce.

V regresní analýze se závislá náhodná proměnná (tedy proměnná měřená) běžně
značí y, příslušné nezávislé proměnné x1, . . . , xn (tedy použité nastavení experi-
mentu) a nazývají se vysvětlující proměnné. V regresní analýze se pracuje s re-
gresními modely, které mají tvar

y = f(x,Θ) + ε, (7.1)

kde y je vektor závisle proměnné (sloupcová matice), f (x, Θ) je regresní funkce s re-
gresními parametry Θ a ε je náhodná chyba. Podle typu regresní funkce se odlišují
dva druhy regrese, a to lineární regrese a nelineární regrese. O lineární regresi
mluvíme, pokud je lineární vzhledem k parametrům Θ (viz rovnici 7.42). Rozdíl mezi
nimi spočívá především ve způsobu výpočtu bodových odhadů regresních parame-
trů, neboť u nelineárních regresních modelů je třeba sáhnout k optimalizačním
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metodám. K vyčíslení bodových odhadů regresních parametrů se u obou metod
nejčastěji používá metoda nejmenších čtverců, která je založena na minimalizaci
účelové funkce vyjadřující odhad součtu čtverců odhadů chyb (e)

S =
n∑

i

e2
i = eT e =

n∑

i

(yi − f(xi, Θ))2, (7.2)

kde e je vektor reziduí, jehož komponenty jsou rezidua tj. odchylka naměřené hod-
noty závislé proměnné yi (při hodnotě xi nezávislé proměnné) a predikované hodnoty
modelem f(xi, Θ) pro tutéž xi. Pro aplikaci metody nejmenších čtverců musí být spl-
něny některé požadavky. Mezi nejdůležitější podmínky nasazení metody nejmenších
čtverců patří:

• regresní parametry nejsou omezeny podstatou experimentu, tedy mohou nabý-
vat libovolných hodnot (často fyzikálně-chemické podmínky některé hodnoty
parametrů vylučují)

• vektor náhodných chyb patří n-dimenzionálnímu normálnímu rozdělení Nn(0, Σ),
při nesplnění podmínky nulové střední hodnoty dojde k posunu absolutního
členu; kovarianční matice je konečný násobek jednotkové matice Σ = σ21, kde
σ2 je rozptyl každého měření

• náhodné chyby jsou vzájemně nekorelované.

Po provedení regresní analýzy bychom měli vlastnosti, které by měly splňovat ná-
hodné chyby, otestovat.

7.1 Lineární regrese

Lineární regrese řeší nalezení funkčního vztahu závislé měřené veličiny na nezávislé
proměnné, který je lineární vzhledem k neznámým parametrům (regresní model ale
může být nelineární vzhledem k nezávislé proměnné). Běžným příkladem z praxe je
získávání měřených dat, jejichž teoretická závislost na změně jedné či více nezávisle
proměnných je vyjádřena lineární rovnicí (např. kalibrační přímka při spektrofoto-
metrii dle Lambert-Beerova zákona). Získaná data lze s výhodou zapisovat ve tvaru
sloupcové matice (vektoru) y. Schéma experimentu pak lze výhodně zapsat ve tvaru




y1
...

yn


 ,




x11 . . . x1p
...

. . .
...

xn1 . . . xnp


 , (7.3)

kde první matice představuje závisle proměnnou a druhá matice představuje různé
kombinace nastavení nezávisle proměnné. Z tohoto schématu vyplývá logicky zá-
pis pro lineární regresní model

y = Xβ + ε. (7.4)
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Zde je třeba poznamenat, že matice X musí mít tolik sloupců, kolik má matice β
řádků, obsahuje-li lineární regresní model absolutní člen, pak se matice X konstruuje
tak, že se vloží ještě jeden sloupec se samými jednotkami, dostaneme tedy




y1
...

yn


 =




1 x1
...

...
1 xn




(
β0

β1

)
+




ε1
...
εn


 (7.5)

Úkolem lineární regrese je nalézt odhad vektoru β tedy b, k čemuž byla vypracována
vedle metody nejmenších čtverců i řada jiných metod, např. maximální věrohodnosti,
minimalizace absolutní odchylky, minimalizace maximální chyby (minimax).

Vyjde-li se z filozofie metody nejmenších čtverců, stojíme před úkolem minima-
lizovat účelovou funkci (7.2), což lze vyřešit analyticky (viz příklad) či algebraicky.
Algebraická metoda je obecnější a elegantnější, proto jí bude dána přednost. Z hle-
diska algebry minimalizujeme výraz

S(β) = (y −Xβ)T (y −Xβ), (7.6)

čímž získáme vektor b, který je odhadem vektoru β. Lze dokázat (viz [1], [12]), že
platí

b = (XT X)−1XT y, (7.7)

což je vlastně výraz pro výpočet vektoru b. Výrazu

Se = (y −Xb)T (y −Xb) (7.8)

se říká reziduální součet čtverců a jeho pomocí lze vyčíslit odhad σ2 tedy rezi-
duální rozptyl s2 jako

s2 =
Se

n− p
, (7.9)

kde p je počet regresních parametrů. Přirozeně se také druhé odmocnině z rezidu-
álního rozptylu říká reziduální směrodatná odchylka. Dosadí-li se do vztahu
pro reziduální součet čtverců Se (7.8) nejlepší nestranné odhady získané metodou
nejmenších čtverců, potom reziduální součet čtverců vyjadřuje nevysvětlenou varia-
bilitu náhodné veličiny y.

Při vyhodnocování lineárních regresních modelů se zavádí pojmy koeficient de-
terminace R2 a koeficient mnohonásobné korelace R. Koeficient determinace
je definován jako

R2 = 1− Se

St
= 1− Se∑

(yi − y)2 , (7.10)

kde Se je reziduální součet čtverců a St je celkový součet čtverců odchylek yi

od y, který vyjadřuje celkovou variabilitu závisle proměnné a odpovídá celkové sumě
čtverců, která se používá v analýze rozptylu. V případě lineárního modelu o jedné ne-
závislé proměnné, souvisí koeficient determinace numericky s výběrovým korelačním
koeficientem spočteným ze dvojic xi, yi, tedy

R2 = r2
x,y. (7.11)
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Koeficient determinace se často udává v procentech 100·R2 a jeho význam je procento
vysvětlené variability.

V lineární regresní analýze se nejčastěji testuje, zdali se některý z regresních
parametrů nerovná známé konstantě např. β = 0, dále se testuje vhodnost regresní
funkce modelu atp. (viz dále).

Pro testování shody regresního parametru s konstantou se jako testovací statistika
nulové hypotézy H0 : β = 0 používá statistika T s rozdělením tn−p

T =
b1√

var(b1)
, (7.12)

při |T | ≥ tn−p(α) se H0 zamítá ve prospěch oboustranné alternativy.
Nyní bude pozornost věnována dvěma konkrétním a nejběžnějším případům;

přímce procházející počátkem a obecné přímce. V následujícím textu tak budou
obecné tvary rovnic přeformulovány do konkrétních výpočetních tvarů pro daný mo-
del. Je však stále třeba mít na paměti, že výpočet lineárního regresního modelu je
vhodné svěřit kalibrovanému software, zejména kvůli zavlečení numerických chyb při
opakovaných výpočtech a plně se soustředit na interpretaci výsledků.

7.1.1 Přímka procházející počátkem

Jde o model typu
yi = βxi + εi, i = 1, . . . , n. (7.13)

Z obecné rovnice (7.6) se vypočte odhad jediného parametru b tak, že

b =

∑
xiyi∑
x2

i

. (7.14)

Podobně se podle rovnice (7.9) vypočte odhad reziduálního rozptylu jako

s2 =

∑
y2

i − b
∑

xiyi

n− 1
. (7.15)

Pro otestování nulové hypotézy se obdobně použije vztah (7.12) v konkrétním tvaru

T =
b

s

√∑
x2

i , (7.16)

který má rozdělení tn−1 a tedy H0 zamítáme pokud |T | ≥ tn−1(α) na hladině vý-
znamnosti α.

7.1.2 Obecná přímka

Jedná se o obecnější model ve tvaru

yi = β0 + β1xi + εi, i = 1, . . . , n, (7.17)
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z obecných rovnic se pak vyčíslí konkrétní tvary odhadů (taktéž viz příklad)

b1 =

∑
xiyi − nxy∑
x2

i − nx2 , b0 = y − b1x, s2 =

∑
y2

i − b0
∑

yi − b1
∑

xiyi

n− 2
. (7.18)

Velmi zajímavá je interpretace koeficientu b1 (viz [1]), jedná se totiž o vážený průměr
směrnic všech přímek, které prochází pozorovanými body (xi, yi) a těžištěm bodů
(x, y), přitom váha jednotlivých bodů roste s rostoucí vzdáleností |xi − x|. Z toho
plyne, že odlehlé body mohou velmi hrubě zatížit odhad regresního parametru!

Pro otestování nulové hypotézy H0 : b1 = 0, tedy že parametr b1 je v navrženém
modelu nevýznamný, se používá statistika T v konkrétním tvaru

T1 =
b1

s

√∑
x2

i − nx2 (7.19)

a zamítneme ji v případě |T1| ≥ tn−2(α).
Interval spolehlivosti pro y s koncovými body se konstruuje jako

b0 + b1x± tn−2(α)s

√
1
n

+
(x− x)2

∑
x2

i − nx2 , (7.20)

který s pravděpodobností 1− α překrývá hodnotu β0 + β1x. Jelikož nebývá předem
určeno, pro které hodnoty je třeba interval spolehlivosti vyčíslit, počítají se pro
všechna x ∈ [min xi, max xi]. Probíhá-li x v uvedeném intervalu, vytváří vypočtené
hodnoty kolem přímky dvě větve hyperboly, mezi nimiž leží pás spolehlivosti pro
predikovanou závisle proměnnou. Pás spolehlivosti zaručuje překrytí jedné hodnoty
β0 + β1x s pravděpodobností 1− α. Lze odvodit i pás, který překrývá celou přímku
s uvedenou pravděpodobností tzv. pás spolehlivosti pro regresní přímku, který je
obecně širší než pás spolehlivosti pro predikovanou závisle proměnnou, i když rozdíly
nejsou velké.

Při konstrukci přímky např. na základě Lambert-Beerova zákona (A = k ·cλ,d) se
jako přirozený fyzikálně-chemický model jeví přímka procházející počátkem, avšak i
zde lze postupovat obecnějším modelem obecné přímky a následně např. otestovat
nulovou hypotézu H0 : β0 = 0.

Příklad 7.1 Zminimalizujte výraz S =
∑n

i (yi − a − bxi)2. Předně si je třeba
uvědomit, že S = f(a, b), dále pro jednoduchost upusťme při výpočtu od indexování.
Jde o problém hledání minima funkce dvou proměnných, který se řeší následovně:

∂S(a, b)
∂a

= 0
∂S(a, b)

∂b
= 0,

provedou-li se naznačené derivace, získáme soustavu dvou rovnic
∑

(a + bx− y) = 0
∑

(ax + bx2 − yx) = 0,
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Obrázek 7.1: Ukázka lineárního regresního modelu s vyznačeným pásem spolehlivosti.

z první rovnice soustavy vyjádříme a jako

a =

∑
y − b

∑
x

n
= y − bx,

dosadíme-li do druhé rovnice a upravíme, získáme vztah i pro b

b =
n

∑
xy −∑

x
∑

y

n
∑

x2 − (
∑

x)2 =

∑
xy − n

∑
x

∑
y∑

x2 − n(
∑

x)2 .

Získali jsme tedy vztahy použitelné pro výpočet bodových odhadů regresních para-
metrů. Pro úplnost je třeba uvést i vztah pro reziduální rozptyl

s2 =
1

n− 2

n∑

i

(yi − (a + bxi))
2.

2

Příklad 7.2 Při měření závislosti absorbance KMnO4 při vlnové délce λ = 527 nm
na koncentraci, při délce kyvety d = 1.000 cm byla změřena následující data

c 6.00 12.15 20.00 30.40 32.00 40.00 60.70 64.00 100.00
A 0.094 0.188 0.309 0, 470 0.494 0.619 0.940 0.983 1.560



7.1. LINEÁRNÍ REGRESE 65

Koncentrace c (v mg·dm−3) je nezávisle proměnnou a absorbance A je proměnnou
závislou. Mezi absorbancí A a koncentrací platí Lambert-Beerův zákon A = εcd, kde
ε je molární absorpční koeficient, c je koncentrace a d délka optické dráhy paprsku
v měřeném roztoku (délka kyvety). Pro řešení se nejprve vyčíslí potřebné součty

∑
c = 365.25

∑
c2 = 21912.27

∑
cA = 339.85

∑
A = 5.66.

Posléze lze po správném dosazení obdržet

b0 = −2.727 · 10−3 b1 = 1.5555 · 10−2 St = 1.71534

Se = 1.665 · 10−4 R2 = 0.99990 s2 = 2.38 · 10−5,

kde b0 je posunutí na ose y a b1 směrnice přímky. Použije-li se model pro přímou
úměrnost, získají se následující parametry

b1 = 1.5510 · 10−2 Se = 1.882 · 10−4 R2 = 0.99996 s2 = 2.35 · 10−5.

2

Jak zaokrouhlovat výsledky? Častým problémem je správné uvedení výsledku,
což se jistě netýká jen lineární regrese. Čtenář jistě nahlédne, že na výsledku a =
(1.545342± 0.234133) něco nehraje. Interval spolehlivosti hovoří o nejistotě nalezení
dané hodnoty výsledku a v uvedeném případě se tato nejistota týká již první číslice
za desetinou čárkou, proto je vhodné výsledek zaokrouhlit takto a = (1.5±0.2). Další
pravidlo se týká uvádění koeficientu determinace v regresní analýze. U koeficientu
determinace zaokrouhlujeme tak, aby se poslední uváděná číslice lišila od 9, přičemž
se předpokládá, že nalevo od ní stojí jen číslice 9. Tedy uvedeme R2 = 0.99996 nebo
R2 = 0.98 apod.

Příklad 7.3 Použijeme-li pro zpracování dat z předchozího příkladu model obecné
přímky zaokrouhlíme výsledky takto:

b0 = −(2.7± 6.7) · 10−3 b1 = (1.5555± 0.0001) · 10−2 R2 = 0.99990.

2

7.1.3 Mnohonásobná lineární regrese

Při mnohonásobné lineární regresi lze přímo vycházet z rovnice (7.7), čímž se výpočet
regresních parametrů zredukuje na maticové operace.
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7.1.4 Testování hypotéz

Testuje se hypotéza o shodě vektoru regresních koeficientů (vyjma absolutního členu)
se známým vektorem β0 tedy H0 : β = β0 oproti alternativě, že H0 alespoň pro jednu
složku neplatí. Nejčastěji se testuje významnost parametrů β tak, že se známý vektor
položí roven nule β = 0. Tento test je také shodný (až na absolutní člen) s testem
nezávislosti lineárního regresního modelu s H0 : R2 = 0 oproti H1 : R2 > 0. Testovací
statistika Fe se testuje oproti kritické hodnotě Fp−1,n−p(α), kde p je počet regresních
parametrů a Fe je definováno jako

Fe =
(n− p)R2

(1−R2)(p− 1)
. (7.21)

Dále se t-testem testují jednotlivé parametry, kde H0 : βi = βi,0 a H1 : βi 6= βi,0.
Často se parametry βi testují na významnost, tedy zdali βi = 0. Testovací kritérium
má tvar

ti =
|bi − βi,0|√
s2(xT x)−1

(7.22)

a testuje se proti kritické hodnotě tn−p(α). Při vyčíslení a vyhodnocení posledních
testů mohou nastat tyto případy

• F -test indikuje, že vektor β se nevýznamně liší od nulového vektoru a všechny
t-testy rovněž ukazují, že komponenty vektoru β jsou nevýznamné. Model se
pak považuje za nevhodný, neboť nevystihuje variabilitu y

• F -test a všechny t-testy potvrdí, že všechny komponenty vektoru β jsou vý-
znamné, pak se model považuje za vhodný, ovšem nezaručí to, že je model
přijatelný a správně navržen

• F -test určí, že vektor β se nevýznamně liší od nulového vektoru a t-testy vychá-
zejí u několika regresních parametrů, že jsou nevýznamné. Model se považuje
za vhodný a provede se případné vypuštění nevýznamných parametrů ve vazbě
na výsledky multikolinearity

• F -test ukáže, že vektor β je významný a všechny t-testy označí všechny jeho
komponenty jako nevýznamné, trošku paradoxní výsledek s tím, že model vy-
hovuje, ale žádný regresní parametr není významný, což bývá důsledkem koli-
nearity

Dalším testem může být test vhodnosti regresní funkce, čímž se posuzuje, zda va-
riabilita experimentálních dat je vystižena regresním modelem v mezích experimen-
tálních chyb. Zajímavým testem je otestování, zda je nutné přidat další vysvětlující
proměnnou, k čemuž se užívá test významnosti přírůstku.
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7.1.5 Statistická analýza reziduí

Analýza reziduí vychází z předpokladu, že matice e je odhadem matice chyb ε.

e = y − x(xT x)−1xT y = y −Hy, (7.23)

kde H je projekční matice a e jsou klasická rezidua. Z praktického hlediska je kla-
sické reziduum vlastně rozdíl pozorované hodnoty závislé proměnné yobs a regresním
modelem predikované hodnoty závisle proměnné ypred pro dané x. Klasická rezidua
jsou autokorelovaná, což je důsledek závislosti reziduí, i když chyby jsou nezávislé.
Z toho vyplývá nekonstantní rozptyl reziduí, jeví se normálnější a nemusí indiko-
vat silně odlehlé body. Proto byla zavedena standardizovaná rezidua es, jejichž
rozptyl je již konstantní, ovšem ostatní vlastnosti zůstávají zachovány

ei,s =
ei

s
√

1−Hii
, (7.24)

kde Hii je diagonální prvek projekční matice. Vylepšené vlastnosti mají plně stu-
dentizovaná rezidua či Jackknife rezidua eJ , která se jmenují podle jedné z tech-
nik neparametrických bodových odhadů Jackknife a která se vyčíslují ze vztahu

ei,J = e(i),s

√
n− p

n− p + 1− e2
i,s

, (7.25)

kde p je počet regresních parametrů, e(i),s značí standardizované reziduum vypočtené
ze všech bodů vyjma i-tého

e(i),s =
ei

s(i)
√

1−Hii
, (7.26)

kde s(i) je směrodatná odchylka vypočtená ze všech bodů kromě i-tého.

7.1.6 Projekční matice

Definice projekční matice vychází z rovnice (7.23) a její praktický význam spočívá
v hodnocení vlivu jednotlivých pozorování. Z praktického hlediska vlastně přiřazuje
projekční matice určité hodnotě veličiny yobs veličinu ypred, což je hodnota závislé
proměnné, která přesně vyhovuje regresnímu modelu, tedy leží na přímce. Vzpo-
meňme některé její vlastnosti

• platí Hii ∈ 〈0, 1〉, kde Hii = 0 určuje bod s nulovým vlivem na predikci v re-
gresním modelu, vysoká hodnota Hii určuje bod daleko od těžiště ostatních a
tedy se značným vlivem na model

• platí Hij ∈ 〈−1, 1〉.
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Obrázek 7.2: Lineární regresní model s vyznačenými hodnotami pro predikovanou a
pozorovanou hodnotu y.

7.1.7 Identifikace vlivných bodů

Je přirozené, že vlivné body zkreslují odhady a zvětšují rozptyl, někdy až k nepo-
užitelnosti získaných odhadů regresních parametrů. Obvykle vznikají důsledkem tří
vlivů: hrubé chyby, záměrným výběrem a zaměřením vlivných bodů a nesprávností
navrženého modelu. Podle složky vektoru, ve které se vlivné body vyskytují se rozdě-
lují na vybočující, liší se v hodnotě proměnné y, a na extrémy, liší se v hodnotách
x. K odhalení těchto bodů se používá analýza reziduí a analýza projekční matice.
Vybočující body jsou nejlépe indikovány vysokou hodnotou Jackknife rezidua ei,J .
Na odhad extrémů se naopak používá analýza diagonálních prvků projekční matice.
Protože prvky Hii mají průměrnou hodnotu p/n, považují se za vlivné ty body, pro
něž platí, že tuto hodnotu přesahují dvakrát až třikrát.

Pro grafickou identifikaci vlivných bodů se používá Williamsův graf (viz obr.
7.3), kde se proti diagonálním hodnotám projekční matice Hii vynáší absolutní hod-
noty Jackknife reziduí |ei,J |. V tomto grafu jsou také vyneseny mezní linie pro vy-
bočující body1 s hodnotou y = t0.95(n− p) a mezní linie pro extrémní hodnoty2

x = 2(p− 1)/n

7.1.8 Homoskedasticita

Homoskedastická data splňují podmínku kladenou na rezidua ε a mají tedy kon-
stantní a konečný rozptyl. K testu homoskedasticity byla vyvinuta řada testů, avšak

1vybočující body se také označují jako body odlehlé čili outliers
2extrémní body se také označují jako vlivné či zatěžující body
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Obrázek 7.3: Williamsův graf a graf závislosti klasických reziduí na predikovaných
hodnotách pro data z příkladu závislosti absorbance na koncentraci KMnO4. Z Wil-
liamsova grafu plyne, že body 8 a 9 jsou vybočující, body 9, 2 a 1 jsou pak extrémy.
Z grafu klasických reziduí lze usuzovat na vybočující body 8 a 9. Rezidua podle
Cook-Weisbergova testu (rov. 7.27) vykazují homoskedasticitu Sf = 2.966.

k posouzení stálosti rozptylu jsou vhodné zejména metody grafické. Pro testování
homoskedasticity se používá Cook-Weisbergovo testovací kritérium Sf

Sf =

(∑n
i (yi − 1

n

∑n
i yi)e2

i

)2

2s4
∑n

i (yi − 1
n

∑n
i yi)2

. (7.27)

Pokud vykazují rezidua homoskedasticitu je Sf < χ2
(1−α,1), kdy χ2

(0.95,1) = 3.8414.
Z grafických testů se nejčastěji používá graf závislosti klasických reziduí na prediko-
vaných hodnotách (obr. 7.3), kde se vyznačí bariéry tvořené reziduální směrodatnou
odchylkou ±s. Graf závislosti klasických reziduí také slouží k identifikaci trendů
v reziduích, např. nekonstantnost rozptylu, nějakou funkční závislost atp. Není-li
heteroskedasticita způsobena vlivnými body, lze získat homoskedastický model za-
vedením vah pro jednotlivé hodnoty yi (metoda vážených nejmenších čtverců).

7.1.9 Analýza nezávislosti pozorování

Předpokladem regresního modelu je i nezávislost jednotlivých pozorování tedy jed-
notlivých chyb εi. Při nesplnění tohoto požadavku se hovoří o autokorelovaných
datech. Autokorelace se testuje pomocí Waldova testu s testovací statistikou

W =
nρ2

1

1− ρ2
1
, ρ1 =

∑n
i=2 eiei−1∑n
k=2 e2

k−1

, (7.28)

která se testuje proti χ2(1) = 3.14. Autokorelace může být i důsledkem nesprávně
navrženého regresního modelu. Výpočet regresních parametrů z autokorelovaných
dat je velmi obtížný.

7.1.10 Multikolinearita

Pojmem multikolinearita se označuje vzájemná přibližná závislost vysvětlujících pro-
měnných. Multikolinearita vnáší do regresních analýz řadu problémů, zejména jde o



70 KAPITOLA 7. REGRESE

nestabilitu odhadů a často nesprávné odhady a velké rozptyly regresních parametrů.
Příčinou multikolinearity bývá přeurčený model tedy model s nadměrným počtem
vysvětlujících proměnných, nevhodné rozmístění experimentálních bodů či existence
doplňkových vazeb. K posouzení multikolinearity se používá statistika

M =
F
ts
− 1

F
ts

+ 1
, ts =

1
p− 1

p−1∑
p

t2
p, (7.29)

kde F se vyčísluje podle rovnice (7.21). Je-li M > 0, 8 obsahuje model zbytečné
vysvětlující proměnné, je-li M < 0, 3 je model vhodný. Strukturu vysvětlujících pro-
měnných včetně výběru nejvhodnější kombinace lze nalézt metodou hlavních kom-
ponent.

7.1.11 Porovnání několika modelů

Několik lineárních regresních modelů se srovnává zejména při hledání tzv. nejlepšího
regresního modelu. Lineární regresní modely se posuzují z hlediska teoretické inter-
pretace, kdy model nesmí být v rozporu s fyzikálně-chemickou podstatou děje. Mezi
sebou se jednoduché lineární regresní modely srovnávají po vyloučení odlehlých hod-
not a ověřuje se, zdali došlo ke zlepšení modelu. U multilineárních regresních modelů
se posuzuje složitost modelu, kdy modely jednodušší jsou vhodnější jak z hlediska
interpretace, tak i z hlediska stability řešení. Při stejném počtu vysvětlujících pro-
měnných (regresorů) se pak volí model s menší reziduální směrodatnou odchylkou s
resp. s větším podílem vysvětlené variability, tedy větším koeficientem determinace
R2. Vhodnost zařazení dalšího regresoru do modelu lze posoudit na základě testu
významnosti přírůstku, kdy se testuje, zda-li je nutné do regresního modelu přidat
další vysvětlující proměnnou. Pro vyhodnocení testu se používá testovací kritérium

F = (n− p− 1)
Se(p)− Se(p + 1)

Se(p + 1)
(7.30)

proti kritické hodnotě F1,n−p−1(α), kde p je počet regresorů. Při hledání vhodného
multilineárního regresního modelu, lze systematicky hledat významné regresory me-
todou stepwise regrese. Nejprve se vybere množina vhodných regresorů a vykon-
struuje se jednoduchý lineární model a vybere se model s nejmenší s. Následně se
přidávají další regresory a vždy se otestuje významnost podle vztahu (7.30). Lze
také testovat, zdali vyloučením některého z dříve zařazených regresorů nelze mo-
del vylepšit. Procedura konverguje, pokud nelze žádný regresor zařadit ani žádný
vyloučit.

Několik lineárních regresních modelů lze posuzovat, vedle parametrů s a R2, i na
základě tzv. Akaikova informačního kritéria definovaného vztahem

AIC = n ln
Se

n
+ 2p (7.31)
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nebo na základě střední kvadratické chyby predikce (MEP ) definované jako

MEP =
1
n

n∑

i=1

e2
i

(1−Hii)2 , (7.32)

která pro velké soubory dat n, kdy Hii ∼ 0 nabývá hodnoty MEP = Se/n. Jako
nejlepší se volí model, který má minimální hodnotu AIC a MEP .

7.1.12 Obecný postup pro lineární regresní analýzu

• zvážit možnost použití lineárního modelu ze známých informací, následně po-
užít nejjednodušší lineární model

• hledání případné multikolinearity a identifikace vlivných bodů

• odhad parametrů s testy jejich významnosti, výpočet souhrných statistik

• provedení regresní diagnostiky

• konstrukce zpřesněného modelu po vyloučení vlivných bodů atp.

• zhodnocení kvality modelu a jeho případné přijetí či nepřijetí

Příklad 7.4 Na základě závislosti absorbance (A) na koncentraci c dané látky
vypočtěte molární absorpční koeficient ε uvedené látky. Koncentrace c jsou uváděny
v mol·dm−3.

bromthymolová modř methyloranž
c A c A

2.40 · 10−6 0.122 4.00 · 10−6 0.115
4.80 · 10−6 0.204 8.00 · 10−6 0.195
7.20 · 10−6 0.289 1.20 · 10−5 0.280
9.60 · 10−6 0.399 1.60 · 10−5 0.379
1.20 · 10−5 0.498 2.00 · 10−5 0.478
1.44 · 10−5 0.607 2.40 · 10−5 0.588
1.68 · 10−5 0.681 2.80 · 10−5 0.676
1.92 · 10−5 0.815 3.20 · 10−5 0.760
2.16 · 10−5 0.883 3.60 · 10−5 0.886
2.40 · 10−5 0.981 4.00 · 10−5 0.949

Při výpočtu se vychází z platnosti Lambert-Beerova zákona, tedy rovnice A = ε c d,
kde d je délka kyvety, obvykle 1 cm a je pak považována za jednotkovou. Směrnice
přímky je tedy rovna ε a posunutí by mělo být statisticky nevýznamné od nuly. 2
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Příklad 7.5 Byla měřena závislost viskozity η glycerolu na teplotě T . Ověřte, zdali
závisí viskozita lineárně na teplotě.

T [K] 293.15 298.15 303.15 308.15 313.15
η [mPa·s] 738.22 553.53 361.80 265.95 198.06

Nejprve vyčíslíme základní charakteristiky lineárně regresního modelu. Najdeme tak
následující charakteristiky

b1 = −27± 10 b0 = 8717± 3209 R2 = 0.9575 s = 52
AIC = 41 MEP = 6395

Dále na základě Fisher-Snedecorova testu vychází, že model je platný

Fe = 67.7 Fk(0.05) = 10.1

Na základě t-testu vychází, že směrnice je statisticky významná

te = 8.23 tk(0.05) = 3.18

Dále na základě Waldova testu rozhodneme, že rezidua nejsou autokorelována. Na
základě těchto údajů nelze vypozorovat v modelu nic mimořádného, jen poněkud
nízký koeficient determinace může naznačovat nesrovnalost v modelu. Přikročme
nyní tedy k dalším analýzám. Nejprve prostudujme regresní graf a graf závislosti ek

na ypred, již z regresního grafu je patrné, že v datech existuje trend, který pak jed-
noznačně indikuje graf závislosti standardních reziduí na predikovaných hodnotách
ypred. Lze uzavřít, že použití modelu na uvedená data je nevhodné, neboť rezidua
vykazují trend. Dále se k tomuto příkladu vrátíme později u nelineární regrese. 2

7.1.13 Validace

Nové metody lze validovat proti standardním metodám pomocí lineární regrese. Po-
žaduje se, aby nová metoda nevykazovala proti standardní systematickou chybu, což
se testuje na základě předpokladu H0: β0 = 0. Nová metoda se nesmí odchylovat od
standardní a tedy musí také být splněn další předpoklad H0: β1 = 1. Navíc by měly
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být z modelu vyloučeny odlehlé hodnoty. Dále by mělo být otestováno, zdali jsou spl-
něny předpoklady použitého modelu např. nejčastěji používané metody nejmenších
čtverců. Velmi pečlivě je potřeba otestovat multikolinearitu a autokorelace v datech.

7.1.14 Kalibrace v lineární regresi

Častým úkolem experimentálních disciplín je určení hodnoty nezávisle proměnné
ze změřené hodnoty závisle proměnné. Např. v analytické chemii určujeme z ab-
sorbance koncentraci látky ve vzorku atp. Pro provedení tohoto úkolu, za před-
pokladu, že ve sledované oblasti závisí proměnná y na proměnné x lineárně, vy-
konstruujeme kalibrační přímku. Kvalitu přímky posoudíme klasickými metodami
uvedenými výše, zejména bychom měli posoudit autokorelaci, homoskedasticitu, va-
liditu parametrů přímky a celého modelu. Následně identifikujeme vybočující body,
dobrá kalibrační přímka by neměla odlehlé body obsahovat. Stejně tak nesmí ka-
librační přímka obsahovat vlivné body, tedy už při konstrukci kalibrační přímky
bychom měli dbát na rovnoměrné pokrytí celého intervalu nezávisle proměnné x
(např. kalibrujeme-li závisle proměnnou proti koncentraci, jako nezávislé proměnné
x, pro rozsah 1 · 10−4 až 1 · 10−3, je vhodné nastavit koncentrace takto 1, 2, 3, 4,
5, 6, 7, 8, 9 a 10 · 10−4 mol·dm−3, model 1, 1.5, 2, 2.5, 3, 5 a 10 · 10−4 mol·dm−3

je dosti nevhodný3). Pro dané nastavení nezávisle proměnné můžeme stanovení či
změření závisle proměnné i několikrát opakovat, do lineární regrese pak zahrnujeme
všechny body a neprůměrujeme je. Je vhodné do kalibračního experimentu zahrnout
i tzv. slepý pokus, tedy experiment s nulovou hodnotou nezávisle proměnné x např.
koncentrace sledované látky. U kalibračních závislostí se setkáváme také s pojmem
citlivost, který definuje vztah

γ =
∂f(x)

∂x
, (7.33)

pro kalibrační přímku je tedy citlivost rovna směrnici b1.
Máme-li kalibrační přímku, která splňuje všechny požadavky, můžeme přistoupit

k odhadu nezávisle proměnné (např. koncentrace) ze známé čili změřené hodnoty zá-
visle proměnné, tedy k tzv. zpětnému odhadu. Vždy musíme dbát toho, aby hodnota
závisle proměnné byla v oblasti, kterou pokrývá kalibrační přímka a také aby nebyla
pod mezí detekce (obr. 7.5). Pokud máme kalibrační přímku pro koncentrace 1 ·10−4

až 1·10−3 mol·dm−3 a odhadneme koncentraci neznámého vzorku z hodnoty změřené
veličiny na 5 · 10−3 mol·dm−3, dopouštíme se závažné chyby (např. v dané oblasti už
nemusí být závislost y na x lineární). V případě, že potřebujeme odhadovat i takové
hodnoty, musíme rozšířit kalibrační přímku o další experimentální pozorování, opět
s tou podmínkou, aby i „chybějícíÿ oblast byla rovnoměrně pokryta hodnotami x.
Hodnotu x odhadujeme ze vztahu

x =
y − b0

b1
, (7.34)

3obecně je volba intervalu poněkud komplikovanější, např. lze dokázat, že pokud je model lineární,
stačí dobře proměřit dolní a horní část sledovaného intervalu
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Obrázek 7.4: Zjednodušený odhad intervalů spolehlivosti pro odhad x vycházející ze
vztahu (7.36) a korektní způsob odhadu podle vztahu (7.37).

kde y je změřená hodnota závisle proměnné a b1 je odhad směrnice přímky, ale tento
odhad x je obecně vychýlený. Rovnice (7.34) je funkce inverzní k lineární závislosti
y = b1x + b0. Vraťme se ale nyní k tomu, že odhad x je vychýlený. Nejčastěji se
provádí korekce na vychýlenost pomocí Naszodiho modifikovaného odhadu ve
tvaru

x = x +
b1(y − y)

b2
1 + σ2∑n

i (xi−x)2

. (7.35)

Při hrubém odhadu intervalu spolehlivosti pro x lze vyjít ze vztahu (7.20) a
odhadnout takto

LD,H =
y − b0

b1 ± ib1

, (7.36)

kde ib1 je interval spolehlivosti pro b1 (Obr. 7.4). Korektní vztah pro výpočet inter-
valu spolehlivosti pro x je poněkud komplikovaný

LD,H = x +
(y − y)± s

√
F1−α(1,n−2)

(
1+λ

n + (y−y)2

b2
1

∑n
i (xi−x)2

)

b1(1− λ)
, (7.37)

kde λ vyjadřuje variační koeficient pro b1

λ =
s2F1−α(1,n−2)

b2
1

∑n
i (xi − x)2

. (7.38)

Není třeba propadat zoufalství, neboť tento nepříjemný vztah jsou schopny chemo-
metrické programy vypočítat.

Kritická mez signálu yc je úsečka na ose y, kterou vymezuje průsečík inter-
valu spolehlivosti s osou y. Jedná se o minimální hodnotu signálu, nad kterou lze
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Obrázek 7.5: Kritické meze (xc, yc) a meze detekce (xd, yd).

s pravděpodobností 1− α odlišit signál od šumu. Kritické mezi signálu yc odpovídá
příslušná kritická mez xc. Velmi důležitou charakteristikou, zejména pro analytickou
chemii, je tzv. mez detekce signálu yd a jí odpovídající mez detekce xd. Mez
detekce signálu yd je taková hodnota signálu, nad kterou s pravděpodobností 1− α
je signál projevem přítomnosti x ve vzorku. Mez detekce xd je minimální hodnota x,
kterou lze s pravděpodobností 1−α již odlišit od nuly. Jde tedy o minimální hodnotu
x, kterou lze metodou detekovat (obr. 7.5).

Příklad 7.6 Polarimetricky byl stanovován obsah sacharozy v neznámém vzorku.
Byla sestrojena kalibrační přímka, kdy byl každý bod měřen 2×, tedy závislost úhlu
otočení roviny polarizovaného světla α na koncentraci sacharozy c, z hodnot, které
jsou uvedeny v tabulce (je chybou opakovaná měření průměrovat a konstruovat mo-
del z takto modifovaných dat, neboť se tím ztrácí část informace o variabilitě dat).

c [g/100ml] 5 10 15 20 25
α [◦] 6.675 13.213 19.813 26.325 33.075
α [◦] 6.700 13.500 20.000 25.900 33.500

Graf reziduí identifukuje dvě odlehlé hodnoty (20; 25.900) a (25; 33.500), pro další
analýzy je však ponecháme, vzhledem k malému počtu dat, v souboru. Rovnice
přímky je rovna

y = (1.32± 0.03)x + (0.08± 0.47), (7.39)

kdy absolutní člen je statisticky nevýznamný, a výraz (1.32±0.03) udává hodnotu b1 a
hranice 95% intervalu spolehlivosti pro b1, někteří autoři místo intervalů spolehlivosti
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udávají směrodatnou odchylku odhadu v našem případě by pak zápis vypadal takto

y = (1.32± 0.01)x + (0.08± 0.20). (7.40)

Mezi intervalem spolehlivosti ib1 a směrodatnou odchylkou pro daný parametr sb1

však existuje přímočarý vztah ib1 = sb1 · t1−α/2(n − 2), kdy t0.975(8) = 2.306. Ko-
eficient determinace činí R2 = 0.9993 a lineární model tedy velmi kvalitně vysti-
huje závislost, MEP = 0.096, AIC = −24.01, s = 0.275. Fisher-Snedocorův test
Fe(1, 8) = 11453.8 > F0.05(1, 8) = 5.3 a model je platný a významný. Další testy
indikovaly, že rezidua jsou homoskedastická s normálním rozdělením a bez autoko-
relace. Takovou přímku lze použít jako kalibrační přímku, tedy pro výpočet koncen-
trace c ze změřeného úhlu otočení polarizovaného světla α. Vzhledem k tomu, že
je absolutní člen nevýznamný a také vzhledem k tomu, že fyzikálně-chemická pod-
stata předpokládá mezi α a c přímou úměrnost, můžeme vykonstruovat model bez
absolutního členu b0. Rovnice přímky procházející počátkem je

y = (1.32± 0.01)x, (7.41)

s těmito parametry R2 = 0.9993, MEP = 0.087, AIC = −25.80. Vzhledem k tomu,
že je tento model o trochu vhodnější (menší hodnota MEP a AIC) než předchozí
obecně lineární model, můžeme ho dále použít pro výpočet c z α. Nyní vypočteme
koncentrace pro známé úhly otočení α1 = 17.950, α2 = 22.663 a α3 = 38.200. Hod-
nota α3 je mimo kalibrační rozsah, a proto z ní nebudeme koncentraci neznámého
vzorku počítat. Koncentrace pro α1 a α2 vypočteme nejprve podle obecného mo-
delu c1 = (17.95 − 0.08)/1.32 = 13.54 g/100ml a c2 = 17.11 g/100ml (použijeme-li
nezaokrouhlenou hodnotu 1.31912, pak c2 = 17.12 g/100ml), nyní vypočteme in-
tervaly spolehlivosti pro c1 ∈ 〈13.34; 13.74〉, c2 ∈ 〈16.91; 17.32〉, přičemž tyto in-
tervaly nejsou obecně symetrické. Vyčíslíme ještě kritické hodnoty (xc = 0.463,
yc = 0.694) a detekční limity (xd = 0.903, yd = 1.274). Použijeme-li druhý mo-
del (přímku procházející počátkem s tím, že b1 = 1.32 ± 0.01), pak c1 = 13.56 a



7.2. NELINEÁRNÍ REGRESE 77

c2 = 17.12 g/100ml. Závěrem tedy můžeme tvrdit, že koncentrace neznámých vzorků
jsou rovny c1 = (13.5± 0.2) a c2 = (17.1± 0.2) g/100ml. 2

7.2 Nelineární regrese

Nelineární regresní model bývá často předem znám a úkolem pak bývá vyčíslit re-
gresní parametry. U nelineárních regresních modelů je třeba mít při vyčíslování těchto
veličin na paměti, že může jít o silně korelované veličiny. Často bývají nelineární
regresní modely přeceňovány a dokonce i nevhodně používány. Např. při určování
rovnovážných konstant z experimentálních měření daleko od rovnováhy.

Pokud je regresní model lineární vzhledem k regresním parametrům, ale mode-
lová funkce je nelineární, jedná se o lineární regresní model! Např. v případě funkce
f(x,β) = β0 + β1 sin(x) jde o lineární regresní model. Pro lineární regresní modely
tedy platí

qi =
∂f(x, β)

∂βi
= konst., i = 1, . . . , n, (7.42)

pokud alespoň pro jeden parametr uvedená rovnice neplatí, jde o nelineární re-
gresní model.

Podle své povahy se nelineární regresní modely rozdělují na

• neseparabilní modely, kdy podmínka (7.42) neplatí pro žádný z parametrů,
např. f(x, β1, β2) = exp(β1x) + exp(β2x)

• separabilní modely, kdy podmínka (7.42) platí alespoň pro jeden parametr,
např. f(x, β1, β2) = β1 + exp(β2x)

• vnitřně lineární modely jsou sice nelineární, ale vhodnou transformací re-
parametrizací, linearizací je lze převést na lineární regresní model, např.
f(x, β) = β2x.

7.2.1 Problém linearizace

Často lze vhodnou reparametrizací převést nelineární regresní model na lineární, ně-
kdy se dokonce přímo vyděluje zvláštní třída linearizovatelných modelů. Linea-
rizací lze odbourat celou řadu numerických nepříjemností nelineární regrese, ovšem
linearizace vnáší do modelu některé nepříjemnosti, zejména odhady regresních pa-
rametrů původního modelu (tedy po zpětné transformaci) bývají vychýlené a roste
i odhad reziduálního rozptylu. Odhady regresních parametrů z linearizovaných mo-
delů lze však s výhodou použít pro počáteční odhady parametrů nelineární regrese,
čehož se s oblibou využívá.

V obecném případě linearizovatelného modelu platí

T [f(x,β)] =
∑

j

zj(x)αj , (7.43)
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kde T je funkce linearizující f(x,β) vzhledem k parametrům β, zj(x) jsou známé
funkce a α je nový vektor parametrů, přičemž mezi novými a původními parametry
platí jednoznačný vztah,

β = g(α) (7.44)

Vektor α se odhaduje vektorem a minimalizicí výrazu

S(α) =
∑

i

wi


T (yi)−

∑

j

zj(xi)αj




2

, (7.45)

kde wi jsou váhy (často se předpokládají jednotkové). Odhad b = g(a) a odhad σ2

je roven

s2 =
1

n− k
S(b). (7.46)

Příklad 7.7 Vezměte linearizovatelný model f(x,β) = β0e
β1x a vyčíslete odhady

b0, b1 a s2. Za transformační funkci se zvolí T (f) = ln f , čímž se obdrží

ln f(x,β) = ln β0 + β1x, α0 = ln β0, α1 = β1.

Následně se dosadí do výrazu pro odhad a

S(α) =
∑

i

wi(ln yi − α0 − α1xi)
2

po minimalizaci tohoto výrazu se získají odhady

b0 = ea0 , b1 = a1, s2 =
1

n− 2

∑

i

wi(yi − b0e
b1xi).

2

Pro vyčíslení bodových odhadů regresních parametrů nelineárního regresního mo-
delu se nejčastěji vychází z metody nejmenších čtverců, tedy z rovnice (7.2). Nejlepší
nestranné odhady se získají v globálním minimu účelové funkce. Jelikož při nelineár-
ních regresních modelech bývají účelové funkce různě složité, lze očekávat, že vedle
globálního extrému funkce existují i extrémy lokální. Úkol nalezení nejlepších ne-
stranných odhadů se tedy soustřeďuje na hledání globálního minima účelové funkce.
Hledání extrému funkce je úkolem tzv. optimalizačních metod.
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Příklad 7.8 Stanovte termodynamickou disociační konstantu pKT
a (parametr β1),

efektivní průměr iontů å (parametr β2), vysolovací konstantu C (parametr β3) v zá-
vislosti smíšené disociační konstanty y na iontové síle I podle rozšířeného Debye-
Hückelova vztahu

y = β1 − A
√

I

1 + Bβ2
√

I
+ β3I, (7.47)

kde A = 0.5112, B = 0.3291 jsou konstanty pro vodné roztoky při 298 K, experi-
mentální data pro bromkrezolovou zeleň jsou uvedena v tabulce

I 0.010 0.022 0.040 0.060 0.116 0.232
y 4.901 4.871 4.834 4.808 4.765 4.709
I 0.392 0.594 0.923 1.330 2.050 3.720
y 4.691 4.677 4.664 4.662 4.686 4.785

2

Příklad 7.9 V předchozí podkapitole jsme se zabývali příkladem, kde jsme sle-
dovali závislost viskozity na teplotě a uzavřeli jsme, že tyto veličiny nejsou lineárně
závislé, vzhledem k významnému trendu v datech. Na základě teoretických fyzikálně-
chemických podkladů závisí viskozita na teplotě podle vztahu

η = Ae(−∆E
RT ). (7.48)

Vyčíslíme tedy regresní model na základě této teoretické rovnice s výsledky A =
(6.5 ± 0.4) · 10−7, ∆E

R = 6115.189 ± 0.000, R2 = 0.9948, s = 18, AIC = 30 a
MEP = 388. Srovnáme-li globální charakteristiky, zejména s, MEP a AIC s line-

árním regresním modelem, je patrné, že tento nelineární regresní model je mnohem
kvalitnější. Přiložen je i graf regresní křivky a graf závislosti klasických reziduí na
predikovaných hodnotách ypred 2
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Příklad 7.10 Určete rychlostní konstantu inverze sacharózy ze závislosti změny
úhlu otočení polarizovaného světla α na čase t. Data jsou uvedena v tabulce

t [s] 0 300 600 900 1200 1500 2100 2700 3300
α [◦] 15.17 14.53 13.32 12.23 11.12 9.87 8.10 6.43 5.37
t [s] 3900 4500 5700 6900 8100 9300 10500 12000
α [◦] 4.25 3.32 1.60 0.40 −0.75 −1.80 −2.53 −5.40

Rychlostní rovnice pro tento děj je dána vztahem

kt = ln
α0 − α∞
αt − α∞

(7.49)

v případě, že nemůžeme použít přímo tento vztah, můžeme ho přeformulovat takto

αt = (α0 − α∞)e−kt + α∞. (7.50)

Jako počáteční parametry zvolíme hodnoty α0 = 15.17, α∞ = −5.40, a k = 0.01.
Po optimalizaci získáme tyto výsledky α0 = 15.50 (0.14), α∞ = −4.46 (0.33) a
k = 2.13 · 10−4 (0.08 · 10−4) s−1, kde v závorkách jsou směrodatné odchylky pro
jednotlivé parametry, AIC = −41.87. 2

Příklad 7.11 Disociační konstanta KA reakce

BH+ ® B + H+

může být s velkou přesností stanovena spektrofotometricky na základě vztahu

pKA = pH + log
AB −A

A−ABH+
, (7.51)

kde operátor p = −log a A jsou absorbance jednotlivých složek. Experiment se
provádí tak, že se měří absorbance A při zvolené vlnové délce v závislosti na pH a
pak je třeba řešit model

A =
AB + ABH+10pKA−pH

10pKA−pH + 1
. (7.52)

Stanovme pKA pro 2-fluoranilin z naměřených dat

pH 2.33 2.55 2.66 2.78 2.87 2.99 3.07 3.21 3.32
A 0.108 0.169 0.212 0.252 0.298 0.376 0.435 0.516 0.615
pH 3.44 3.53 3.59 3.71 3.85 3.96 4.05 4.3 4.53
A 0.721 0.783 0.831 0.923 1.017 1.082 1.115 1.173 1.254
pH 2.32 2.55 2.66 2.78 2.87 2.99 3.07 3.21 3.33
A 0.092 0.161 0.192 0.246 0.286 0.364 0.437 0.536 0.611
pH 3.44 3.53 3.59 3.71 3.84 3.95 4.05 4.29 4.53
A 0.688 0.789 0.82 0.892 0.998 1.042 1.138 1.222 1.276
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Nejprve zvolíme obecný model

A =
p1 + p210p3−pH

10p3−pH + 1
(7.53)

a vstupní parametry nastavíme takto p1 = 1.3, p2 = 0.1, p3 = 3.0. Po proběhnutí op-
timalizace získáme tyto odhady parametrů p1 = 1.363 (0.008), p2 = −0.012 (0.008),
p3 = 3.399 (0.012), kde v závorkách jsou směrodatné odchylky jednotlivých parame-
trů. Některé další parametry modelu AIC = −304 a s = 0.013. Parametr p2 není
signifikantní a tudíž budeme optimalizovat model

A =
p1

10p3−pH + 1
(7.54)

a získáme tyto výsledky p1 = 1.368 (0.007), p3 = 3.413 (0.007), AIC = −305,

s = 0.014. Z výsledků je patrné, že dvouparametrový model je vhodnější s tím,
že hodnota pKA 2-fluoranilinu je rovna 3.413 ± 0.018 se směrodatnou odchylkou
s = 0.007. 2
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Příloha A

Střípky z matematiky

Následující krátká kapitola obsahuje několik důležitých pojmů a symbolů z matema-
tiky, s nimiž se ve skriptu bude operovat. Čtenáři zběhlí zejména v lineární algebře a
aritmetice mohou následující kapitolu přeskočit a v případě potřeby se k ní kdykoliv
vrátit.

A.1 Sumace a multiplikace

V následujícím textu není snad stránky, kde by se nevyskytoval sumační znak Σ,
suma čili součet

n∑

i=m

ai = am + am+1 + . . . + an (m,n ∈ N,m < n), (A.1)

kde pod a nad sumou (řeckým znakem pro velké sigma) jsou uvedeny dolní a horní
sumační mez. Dolní mez často začíná u i = 1 a sumace se pak často zapisuje pouze
jako

∑n
i .

Některé vlastnosti sum

n∑

i=1

(ai ± bi) =
n∑

i=1

ai ±
n∑

i=1

bi

n∑

i=1

cai = c
n∑

i=1

ai

n∑

i=m

c = (n−m + 1)c

m∑

i=1

n∑

j=1

aij =
n∑

j=1

m∑

i=1

aij ,

kde c je konstanta.
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Poněkud méně běžným znakem, přesto však hojně užívaným, je multiplikační
znak Π pro součin

n∏

i=m

ai = amam+1 . . . an (m,n ∈ N,m < n), (A.2)

odtud pak

n! =
n∏

x=1

x. (A.3)

Pro multiplikace platí
n∏

i=1

aibi =
n∏

i=1

ai

n∏

i=1

bi

n∏

i=1

cai = cn
n∏

i=1

ai

n∏

i=m

c = cn−m+1,

kde c je konstanta.

A.2 Elementární maticová algebra

Matice je tabulkový předpis, kde na každém místě se nachází číslo, pak hovoříme o
číselné matici. Matice se zapisují tučnými velkými písmeny typu A, popř. explicitním
tabulkovým zápisem

A = (aij) =




a11 · · · a1n
...

. . .
...

am1 · · · amn


 (A.4)

Pokud je m nebo n rovno 1, pak se jedná o vektor. Matice typu (1, n) představuje
řádkový vektor, matice typu (m, 1) je sloupcový vektor. V tomto skriptu značíme
vektory malým tučným písmenem např. a a předpokládáme, že jde o sloupcový
vektor. Řádkový vektor lze ze sloupcového vektoru získat transpozicí aT .

Matici typu (n, n) nazýváme čtvercovou maticí řádu n. Matici nazýváme nulovou,
pokud je každý její prvek roven nule a značíme ji 0. Matici nazýváme diagonální,
když pro každé místo (i, j), kde i 6= j platí aij = 0. Pokud dále platí, že aii = 1,
říkáme takové matici jednotková a značíme ji I.

Matici A lze násobit konstantou α a to tak, že násobíme, každý její prvek. Pro
C = αA platí tedy, že cij = αaij , ∀i, j. Stejně lze matici dělit konstantou β a to tak,
že ji vynásobíme 1/β. Matice A a B téhož typu

A =




a11 · · · a1n
...

. . .
...

am1 · · · amn


 , B =




b11 · · · b1n
...

. . .
...

bm1 · · · bmn


 (A.5)
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lze sčítat a součtem matic A + B rozumíme matici

A + B =




a11 + b11 · · · a1n + b1n
...

. . .
...

am1 + bm1 · · · amn + bmn


 . (A.6)

Matice A typu (m, p) a B typu (p, n) lze násobit C = AB, výsledkem je matice C
typu (m,n) taková, že pro její prvky platí

cik =
p∑

j=1

aijbjk, (A.7)

součin matic není obecně komutativní. Máme-li dvě čtvercové matice A a B řádu n,
pak matici B nazýváme inverzní maticí k matici A, platí-li

AB = BA = I, (A.8)

inverzní matice se obvykle značí A−1. Matice transponovaná AT k matici A typu
(m,n) je definována jako matice typu (n, m), pro jejíž všechny prvky platí aT

ji = aij .
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